UIDE Qig

Powared by
Arizona State University

Mouegliia en

Trabajo de investigacion previo a la obtencion del titulo de

Magister en Ciencia de Datos y Maquinas de Aprendizaje con mencién en Inteligencia
Artificial

AUTORES:

BARRIONUEVO PORTERO JONATHAN ANDRES
GUZMAN NEIRA CARLOS LUIS
MOLINA MIRANDA NICOLE LUCIA
SALAZAR ROBLES DIEGO FERNANDO

TUTORES:
Alejandro Cortés Msc.

Ivan Reyes Ch. Mgtr.

Mineria de Textos en Restimenes de Articulos Cientificos para Identificar Tendencias de
Investigacion

Quito, diciembre 2024




MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

CERTIFICACION DE AUTORIA

Nosotros, BARRIONUEVO PORTERO JONATHAN ANDRES, GUZMAN NEIRA CARLOS LUIS,
MOLINA MIRANDA NICOLE LUCIA, SALAZAR ROBLES DIEGO FERNANDO, declaramos bajo
juramento que el trabajo aqui descrito es de nuestra autoria; que no ha sido presentado
anteriormente para ningun grado o califcacidn profesional y que se ha consultado la
bibliografa detallada.

Cedemos nuestros derechos de propiedad intelectual a la Universidad Internacional del
Ecuador (UIDE), para que sea publicado y divulgado en internet, segun lo establecido en Ia
Ley de Propiedad Intelectual, su reglamento y demas disposiciones legales.

A o o) )
— )

Firma del graduando Firma del graduando
BARRIONUEVO PORTERO JONATHAN ANDRES GUZMAN NEIRA CARLOS LUIS

) g r / \ 7 ey ) /:z/j)\
—

== i A TS s —_

Firma del graduando Firma del éraduanci:
MOLINA MIRANDA NICOLE LUCIA SALAZAR ROBLES DIEGO FERNANDO



MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

AUTORIZACION DE DERECHOS DE PROPIEDAD INTELECTUAL

Nosotros, BARRIONUEVO PORTERO JONATHAN ANDRES, GUZMAN NEIRA CARLOS LUIS, MOLINA
MIRANDA NICOLE LUCIA, SALAZAR ROBLES DIEGO FERNANDO, en calidad de autores del trabajo
de investgacion ttulado Mineria de Textos en Resiumenes de Artculos Cientfcos para Identfcar
Tendencias de Investgacion, autorizamos a la Universidad Internacional del Ecuador (UIDE) para
hacer uso de todos los contenidos que nos pertenecen o de parte de los que contene esta obra,
con fnes estrictamente académicos o de investgacion. Los derechos que como autores nos
corresponden, lo establecido en los artculos 5, 6, 8, 19 y demas pertnentes de la Ley de Propiedad

Intelectual y su Reglamento en Ecuador.

D. M. Quito, diciembre de 2024

44“,\//7%7/ %
=" -

Firma del graduando
BARRIONUEVO PORTERO JONATHAN ANDRES

Mg foba.

Firma del graduando
MOLINA MIRANDA NICOLE LUCIA

L e o

Firma del graduando
GUZMAN NEIRA CARLOS LUIS

/ \\ / ey
/ R

i P

2 3, >
< —
——a i

y,
7\

— — h S—

Firma del éraduando
SALAZAR ROBLES DIEGO FERNANDO



APROBACION DE DIRECCION Y COORDINA CION DEL PROGRAMA

Nosotros, Alejandro Cortés e Ivan Reyes, declaramos que los graduandos: BARRIONUEVO PORTERO
JONATHAN ANDRES, GUZMAN NEIRA CARLOS LUIS, MOLINA MIRANDA NICOLE LUCIA,
SALAZAR ROBLES DIEGO FERNANDO son los autores exclusivos de la presente investigacion y que
ésta es original, auténtica y personal de ellos.

& ’ #H : m\iZ‘ @\}éﬁ -

Alejandro Cortés lvan Reyes
Director de la Maestria en Coordinador de la Maestria en
Ciencia de datos mencion Ciencia de datos mencién en

Inteligencia Artificial Inteligencia Artificial



MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

DEDICATORIA

A nuestra familia y amigos...



vii
MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

RESUMEN

El presente estudio pivota sobre la aplicacion de técnicas avanzadas de mineria de
textos para analizar articulos cientificos en el &mbito del turismo con la intencidn de
identificar aquellos patrones que pudieran surgir en torno ade los temas de investigacion en lo
que va del siglo XXI.

Dentro de un entorno dockerizado (optimizado para la ejecucion de andlisis)
configurado con herramientas como CUDA, PyTorch y bibliotecas de procesamiento del
lenguaje natural (NLP) se desarroll6 un cuaderno de Jupyter para realizar la recopilacion,
preprocesamiento y analisis de resimenes académicos. Este enfoque permitio identificar
temas de relevancia creciente como la sostenibilidad, el turismo inteligente y el analisis de
datos, como temas de tendencia dentro del 4mbito del turismo, proporcionando una vision
integral del panorama investigativo en este campo.

La metodologia empleada incluye el modelado de temas con Latent Dirichlet
Allocation (LDA), que fue utilizado para crear y clasificar los articulos cientificos analizados.
Asimismo, se realizé un analisis riguroso de métricas como la perplejidad y la coherencia
(UMASS y C_V) para optimizar el nimero de temas y garantizar su coherencia semantica.
Este proceso permitid agrupar y etiquetar articulos, identificando patrones clave en el
turismo. Adicionalmente, el modelo entrenado, soportado por redes neuronales LSTM, se
disefi6 con la idea de apoyar la clasificacion y al analisis de rasgos tematicos de los articulos
revisados, a través de la provision de un modelo pre-entrenado que permita la identificacion
de estructuras relevantes en los datos analizados y contribuir al desarrollo de futuros

entrenamientos.
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El presente proyecto se enfrenta a la sobrecarga de informacion en la literatura
cientifica, y presenta una solucion funcional y precisa para su procesamiento y analisis, lo
que habilita la identificacion tanto de categorias, patrones y tematicas emergentes para los
investigadores, a quienes proporciona una herramienta que permitiria mejorar su capacidad
para analizar la densidad de campos investigacion, constituyéndose en un pivote para el
descubrimiento de areas no transitadas, y facultando una mayor disruptividad tematica, asi
como también el fomento de la constitucion de redes académicas colaborativas en el &mbito

turistico.

Palabras clave: Mineria de textos, articulos cientificos, modelado de topicos, turismo

sostenible, aprendizaje automatico, visualizacion interactiva.
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ABSTRACT

This study focuses on the application of advanced text mining techniques to analyze
scientific articles in the tourism field, aiming to identify patterns in research topics
throughout the 21st century.

Developed within a dockerized environment configured with tools such as CUDA,
PyTorch, and natural language processing (NLP) libraries, a Jupyter notebook was created to
perform the collection, preprocessing, and analysis of academic abstracts. This approach
identified increasingly relevant topics such as sustainability, smart tourism, and data analytics
as trending themes within the tourism field, providing a comprehensive overview of the
research landscape in this domain.

The methodology includes topic modeling with Latent Dirichlet Allocation (LDA),
which was utilized to create and classify the analyzed scientific articles. A rigorous analysis
of metrics such as perplexity and coherence (UMASS and C_V) was conducted to optimize
the number of topics and ensure semantic consistency. This process enabled the grouping and
labeling of articles, identifying key patterns in tourism research. Additionally, the trained
model, supported by LSTM neural networks, was designed to assist in the classification and
analysis of reviewed articles, providing a pre-trained model that facilitates the identification
of relevant patterns in the analyzed data and in future training sessions.

This project addresses the challenge of information overload in scientific literature,
presenting a functional and precise solution for its processing and analysis. It enables the
identification of categories, patterns, and emerging themes for researchers, providing them

with a tool to improve their capacity to analyze the density of research fields. The project
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serves as a pivot for discovering unexplored areas, fostering thematic disruptiveness, and

promoting the formation of collaborative academic networks in the tourism field.

Keywords: Text mining, scientific articles, topic modeling, sustainable tourism,

machine learning, interactive visualization.
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CAPITULO 1: IDENTIFICACION DEL PROYECTO
1.1 INTRODUCCION

La investigacion en ciencia es un proceso dindmico y evolutivo, tanto en el nimero de
sus autores, como en el numero de sus respectivas publicaciones, y ha transitado por
varias fases histdricas, que en ocasiones duplico el volumen de publicaciones, en periodos
del4 anos, con tasas de crecimiento -luego de la segunda guerra mundial- del 5,08%
(Bornmann et al, 2021). Segun Ware y Mabe (2015) Gltimamente, el crecimiento del
numero de articulos cientificos ha aumentado con perfil exponencial, lo que permite
colectar mayores datos textuales, relevantes para deteccion de tendencias en la
investigacion.

Particularmente en el campo del turismo, McKercher (2015) llegé a acumular un
dataset de 19.921 papeles cientificos; y dentro de ellos detecté mas de 217.000 citas; lo
cual es un indicio de lo abrumador que puede resultar para investigadores y académicos
mantenerse al corriente de los avances en un campo especifico.

Sumado a lo vasto de lo anterior Park et al (2023), en el campo cientifico detectaron
que existe una progresiva pérdida de disruptividad en la ciencia y la tecnologia. Entre
otros, uno de sus indicadores fue la introduccion de nuevas palabras (o palabras
constructo) que evidencien el abordaje de nuevos paradigmas.

En este contexto, la mineria de textos (rama de la inteligencia artificial orientada al
manejo y estudio de grandes volimenes de texto) de resimenes de articulos cientificos,
ofrece una formula para abordar el problema. La aplicacion de dicha formula sobre cada
resumen cientifico permite, primero la obtencion de datos que, y posteriormente -a traveés
del uso de Inteligencia Artificial (Al por sus siglas en inglés)- la deteccion de posibles

conglomerados de temas investigativos que facilitan la exploracion y el descubrimiento
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de los caminos transitados por la ciencia y como contrapartida, inteligir -como
investigadores de la materia- los potenciales espacios de investigacion que aun podria
estar por explorarse.

Este proyecto ambiciona adentrarse en el cauce de conocimientos proporcionados en
la presente maestria, para identificar herramientas que permitan la deteccion de
conglomerados de temas que concitaron la atencion de la investigacion en materia
turistica relacionada con la AI. Para ello, se exploraran técnicas de Procesamiento del
Lenguaje Natural (PLN) y Aprendizaje Automatico (AA), que faculte el tratamiento de
grandes corpus de resimenes, tomando de éstos palabras que son claves, y temas que los
engloben poco a poco para que se pueda auscultar la aglutinacion de areas de
investigacion.

En ese sentido, el modelado de topicos puede ser un instrumento para el manejo de un
conjunto de textos no estructurados. Es asi como la clasificacion de documentos, el
descubrimiento de temas en grandes corpus en el contexto del turismo es la materia de
este proyecto, acercandose a los temas mas importantes relacionados con destinos
inteligentes, tecnologias digitales e inteligencia artificial que delimite el &mbito en el cual

la bisqueda de las dindmicas actuales de la industria se desarrolle.

1.2 PLANTEAMIENTO DEL PROBLEMA E IMPORTANCIA DEL ESTUDIO
1.2.1 Definicion del proyecto
El proyecto aborda el manejo de la mineria de textos que:
a. Recopilara resimenes y metadatos: de articulos en el marco de la ciencia que
provenga de diversas fuentes (bases bibliogréficas, repositorios institucionales,
etc.).

b. Preprocesara datos de los resimenes, aplicando herramientas para la limpieza,



MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

tokenizacion, eliminacién de stop words y lematizacién/stemming.

c. Procesara datos mediante técnicas de PLN y AA para extraer palabras clave,
temas, relaciones y patrones temporales en los datos extraidos.

d. Identificara posibles patrones en la investigacion a partir de los datos extraidos.

e. Visualizara simplificadamente patrones e indicadores de forma facil y
comprensible.

f. Evaluara con métricas para proporcionar retroalimentacion sobre la precision y

eficacia del sistema mediante descriptivas cuantitativas y cualitativas.

El proyecto no contempla:

La evaluacion de la calidad de los articulos cientificos.
La prediccion especifica de futuras investigaciones.

Generar un modelo clasificatorio para futuros papers e investigaciones.

1.2.2 Naturaleza o tipo de proyecto

Proyecto de aplicacion

1.2.3

Objetivos

Objetivo General: Generar una solucién que permita el minado de textos, capaz de

identificar patrones en los temas de investigacion a partir de resimenes de articulos

cientificos, sus titulos y palabras claves.

Objetivos Especificos:

Recopilar un corpus de resimenes de articulos cientificos de diferentes disciplinas.
Preprocesar los resimenes aplicando técnicas de PLN.
Aplicar algoritmos de AA para extraer palabras clave, temas y relaciones.

Desarrollar un modelo para identificar tendencias de investigacion a partir de los

datos extraidos.

Evaluar que tan ajustado es el sistema desarrollado a través de indicadores de
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precision, recall y Fl-score.
1.2.4 Justificacion e importancia del trabajo de investigacion

Siendo los papeles cientificos una evidencia de la capacidad disruptiva de un campo
cientifico, nuestro grupo de estudio considera que el aumento en su cantidad asi como la
endogeneidad coercitiva de las citas no depende de la disminucién del alcance de las
“low-hanging fruit” (Park et al, 2023), es por esto que se justifica plenamente que se
analice la literatura cientifica publicada cada afio en el ambito del turismo con el fin de
detectar cuéles son los patrones campos de andlisis y asi como las areas emergentes con
oportunidades de colaboracion.

En ese sentido, el uso de nuevas herramientas que permiten la explotacion de los
textos en resimenes de articulos cientificos procura una forma eficiente y escalable para
analizar cualitativamente grandes volumenes de literatura cientifica. Al programar el
proceso de extraccion de informacion, su preprocesamiento y procesamiento, ayudard a
los investigadores con el ahorro de tiempo y de recursos, para que puedan concentrarse
mas en el significado de los resultados y la proyeccion de nuevas ideas a partir de éstos.
Adicionalmente, la deteccion de tendencias facilita que los campos de estudio puedan ser
mejor entendido en términos de su proceso evolutivo y la posible caracterizacion de areas
de investigacion prometedoras.

Este proyecto contribuiré significativamente al avance de la investigacion cientifica al
proporcionar una herramienta que faculte a los investigadores remontar lo que
previamente se ha mencionado y que se puntualiza a continuacion:

e Sobrecarga de informacion: El volumen de literatura cientifica dificulta la revisién
manual y la identificacién de patrones. La mineria de textos automatiza este proceso,
permitiendo un andlisis eficiente y a gran escala.

e Pérdida progresiva de disruptividad de las nuevas investigaciones: al mantenerse
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actualizados, descubrir nuevas dreas de interés, identificar colaboradores potenciales

y tomar decisiones informadas sobre sus lineas de investigacion.
¢ Dificultad de encontrar espacios de dialogo interdisciplinario: Al revelar

conexiones entre diferentes dreas de investigacidn, el proyecto puede estimular la

colaboracioén interdisciplinaria y la generacion de nuevas ideas.

El sistema se evaluard utilizando un conjunto de datos de resimenes de articulos
cientificos de diferentes campos de estudio. Se medira su capacidad para identificar
tendencias conocidas y descubrir nuevas areas de investigacion.

Las principales ventajas de llevar a cabo este proyecto son:

e Automatizacion: El sistema automatizard el proceso de andlisis de resimenes,
ahorrando tiempo y esfuerzo a los investigadores.

e [Escalabilidad: El sistema podrd manejar grandes volimenes de datos, permitiendo el
andlisis de corpus de restiimenes a gran escala.

e Visualizacion: El sistema proporcionara visualizaciones interactivas de las tendencias
identificadas, facilitando la exploracién y comprension de los datos.

La mineria de textos no es un campo aislado, puesto que combina técnicas de
tratamiento de lenguaje natural (NLP), aprendizaje automatizado y anélisis de datos con el
fin de tratar grandes voliumenes de texto no estructurado y extraer de ellos datos
procesables, con el fin de hacer posible la deteccion de patrones, la automatizacion de
procesos clasificatorios que aboquen a una mejor comprension del contenido (Feldman y
Sanger, 2006). En definitiva, se procura: la deteccion de relaciones y configuraciones
ocultas dentro de los datos textuales, la extraccion de conocimiento y la clasificacion y

agrupamiento en categorias.
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“La mineria de texto convierte datos textuales en informacion estructurada para
facilitar el analisis, permitiendo a los usuarios comprender y tomar decisiones basadas en
grandes volumenes de texto” (Feldman y Sanger, 2006).

Ahora bien, en la investigacion cientifica la cantidad de publicaciones y la
complejidad de la informacion que en ellas reside, problematizan la identificacion de
campos de estudio mas transitados y patrones de examinacion investigativa. Es por esto
que, la combinacion de la estadistica y sus técnicas, asi como la automatizacion del
aprendizaje sobre los datos y el procesamiento del lenguaje natural que se encuentra
amparada bajo el paraguas conceptual del minado de textos (Feldman y Sanger, 2007),
habilitaria el andlisis de dicho contenido textual en el campo de interés de este proyecto:
el turismo.

Como se mencioné en el andlisis del campo tedrico, la mineria de textos involucra
una serie de pasos para convertir datos no estructurados en informacioén estructurada. El
primer paso, es el preprocesamiento del texto (limpiar y normalizar contenido). Este paso
incluye la tokenizacion, proceso que implica la particion del texto en subloques mas
basicos (palabras o frases) con el fin de tratarlas de manera individual; ademaés se
eliminan palabras sin semantica relevante (articulos, preposiciones y similares) puesto
que solo aumentan el ruido y ralentizarian el posterior andlisis. Otro paso es la
lematizacion y el stemming, subproceso por el cual se toma las palabras en su forma raiz
o base de un modo que considera las variantes de una misma palabra como un mismo
constructo, facilitando que los datos textuales se traten de manera estructurada, eficiente
que mejora la precision de su ulterior analisis (Jurafsky y Martin, 2023).

Las técnicas de mineria de texto se extienden, desde enfoques estadisticos basicos
hasta herramientas avanzadas de aprendizaje automatico. Una de las técnicas mas

utilizadas es el andlisis de frecuencia de palabras, que consiste en contar cudntas veces
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aparece cada término en el texto. Esta técnica permite identificar rapidamente los
términos mas utilizados y los temas mas recurrentes en un conjunto de datos, lo cual

resulta util para obtener una primera vision general del contenido y de los temas clave

(Feldman y Sanger, 2007).

Otra técnica muy utilizada para el estudio de datos textuales es la extraccion de
palabras con constructos mas nucleares y n-gramas. Las palabras clave son los términos
mas representativos de los textos de un documento, mientras que los n-gramas, son
secuencias de palabras consecutivas dentro de combinaciones de términos mas
frecuentes. Esto permite reconocer patrones y expresiones comunes en el texto
(Aggarwal y Zhai, 2012). Es de resaltar, que la clasificacion de textos usa modelos de
tipo supervisados caracteristicos del espacio del aprendizaje automético que utiliza
algoritmos para categorizar documentos. Algoritmos como Naive Bayes y Support Vector
Machines (SVM) son tipicos de este tipo de tareas (Sebastiani, 2002).

“La clasificacion supervisada es clave para categorizar grandes volimenes de texto,
facilitando su organizacion y busqueda” (Sebastiani, 2002).

Por otro lado, en el marco de las técnicas del aprendizaje denominado como “no
supervisado”, el clustering, o agrupamiento, es una forma de organizar documentos con
cierta similitud en grupos denominados usualmente por su nombre en inglés "clusters". A
diferencia de los previamente mencionados, métodos supervisados, el clustering no
requiere una preclasificacion, aspecto que permite el descubrimiento de patrones no
detectables a priori y que podrian estar ocultos en los datos. En ese contexto, algoritmos
como K- means y el clustering jerarquico podrian ser de particular utilidad, ya que
facilitarian la segmentacion de grandes volimenes de texto en grupos con caracteristicas

comunes (Miner et al., 2012).
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El campo de éste proyecto se enmarca en la bibliometria, misma que se define como
" an important field of information science as it represents a unique set of techniques for
monitoring and analyzing information resources and managing knowledge in social and
organizational contexts" es decir, en definitiva representa técnicas de monitoreo y analisis
de recursos de conocimiento (Iri y Unal, 2024) que al combinar la mineria de datos y
textos en el dominio de la bibliometria, potencian la su capacidad de analisis de grandes
volumenes de publicaciones cientificas de manera automatizada y precisa, en palabras de
Cobo et al. (2011) “this cooperation among tools gives a positive synergy, which allows
us to extract the knowledge hidden behind the data” lo que indica que puede inclusive
revelar el conocimiento que se encuentra escondido detras de la data.

El primer paso, para construir un sistema que facilite la mineria de textos en el
ambito académico es la recopilacion de un corpus de resimenes cientificos a través de
bases de datos cientificas confiables que proporcionen una base confiable minima de la
calidad y representatividad del corpus de textos que seran materia del analisis. En ese
sentido, bases de datos como las referidas, y otras como IEEE Xplore y PubMed son de
amplia utilizacion en la investigacion cientifica, dada su multidisciplinariedad y revision
de pares (Bornmann y Leydesdorff, 2015). Un estudio reciente utilizé la mineria como
técnica para analizar resimenes de textos de articulos publicados en revistas de turismo.
Se aplicaron algoritmos de LDA para identificar temas emergentes, como la
sostenibilidad y el turismo digital, revelando como estos temas han evolucionado en la
literatura (Khan et al., 2021).

Es de reconocer, que el tratamiento de texto en este ambito plantea desafios para el
equipo: preprocesar, estructurar y modelar informacion semantica, no solo lograrlo, sino
también hacerlo de una forma costo-eficiente. Por eso es necesario usar un conjunto de

herramientas digitales, que podrian ser clasificadas en: manipulacion de datos,
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visualizacién, manejo de texto, modelado de texto, procesamiento del lenguaje natural
(NLP); y, aprendizaje profundo.

Sin embargo, antes de aplicar modelos de aprendizaje profundo, el texto debe ser
preprocesado. Para esto, hay bibliotecas estandar de Python, como random, string y re,
que sirven para esta tarea, con raices en la teoria de los lenguajes formales y la
informatica, permiten limpiar el texto eliminando caracteres especiales y normalizando el
formato, asi como realizar operaciones para aumentar la diversidad de los datos. Guido
van Rossum, creador del lenguaje Python, estableci6 el marco inicial para estas
bibliotecas, puesto que las incorporo en el nicleo del lenguaje desde sus primeras
versiones (van Rossum, 1995).

La evolucion de estas herramientas tiene partida en la teoria de los lenguajes regulares
de Stephen Kleene (Kleene, 1951). Posteriormente, en entornos de programacion como
Unix, Ken Thompson y Dennis Ritchie, iniciaron implementaciones practicas de
expresiones regulares y herramientas (Thompson y Ritchie, 1984). Por otro lado, el
lenguaje Perl, de Larry Wall, popularizo las expresiones regulares modernas, que a su vez
influyeron en la implementacion de Regex en Python (Wall et al., 2012). Finalmente, el
trabajo en algoritmos y estructuras de datos de Donald Knuth, aport6 en la implementacion
de generadores aleatorios y el manejo de cadenas de texto de los lenguajes de
programacion (Knuth, 1997).

El presente proyecto contiene un enfoque sistematico que utiliza estas librerias de
manera sinérgica para superar las limitaciones de datos textuales brutos que presentan, a
fin de transformarlos en representaciones mas estructuradas, que progresivamente permita
que las librerias y funciones pueden interpretar.

Consecuentemente, librerias como pandas y numpy fueron utilizadas para el

tratamiento de los datos obtenidas. NumPy fue creada por Travis Oliphant en 2005, que
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¢éste la destind para operaciones numéricas y manejo de arreglos multidimensionales en
Python. Sin embargo, también hay trabajos previos de Jim Hugunin, quien desarrollo
Numeric, y de Perry Greenfield y Paul Dubois, quienes contribuyeron a Numarray
(Oliphant, 2006) (Harris et al., 2020). Por otro lado, Pandas, que fue desarrollada por Wes
McKinney en 2008, proporciona estructuracion para los datos; y su analisis. McKinney se
inspir6 en las necesidades que el analisis financiero requeria en su época, pero también en
herramientas consolidadas como R y DataFrame de S-PLUS (McKinney, 2011). En suma,
las dos librerias (NumPy y Pandas) facilitan la fase previa del procesamiento de los datos
y posteriormente su procesamiento y estructuracion de tal forma que puedan
compatibilizarse con las técnicas de procesamiento del lenguaje natural (NLP).

Parte de las etapas requeridas por el proyecto, incluye la extraccion de insights
relevantes. Para superar ese desafio, se requieren librerias como Matplotlib y Seaborn, las
cuales permiten la conversion de datos numéricos en unas representaciones graficas mas
faciles de entender. Por su parte, Matplotlib, creada por John Hunter, ofrece mas control de
la personalizacion de los graficos, se puede descubrir la distribucion de las palabras o
caracteristicas del texto, mientras que Seaborn, que fuera desarrollada por Michael
Waskom, adiciona una interfaz estadistica grafica que permite visualizaciones de mayor
nivel como la colorimetria acopladas a los mapas, que revelan cuan densas se convierten
las palabras por su uso, por temas, y hasta por formas de distribucion. Las referidas
visualizaciones de datos permiten la mejor comprension de patrones en el conjunto de
datos previo a construir modelos més definidos (Pfister & Heer, 2010).

Es por esto que, en este proyecto, se apela a autores como Hanspeter Pfister y Jeffrey
Heer, quienes desarrollaron herramientas para la interpretacion grafica de patrones.

Edward Tufte, pionero en el ambito de la visualizacion aporté con mayor claridad y
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precision en la presentacion de informacidn cuantitativa; contribucidon que sigue siendo de
actualidad y guia en el disefio de visualizaciones (Tufte, 1980).

En definitiva, dado que se necesita que la maquina “comprenda” en su “lenguaje”, es
necesario modelar el texto de los resimenes para que sean susceptibles de transformacion
en informacion comprensible para aquella. En este sentido, las herramientas para dicha
conversion textual hacia representaciones numéricas como scikit-learn y Gensim permiten
descubrir patrones subyacentes. Scikit-learn, fue iniciada por David Cournapeau; vy,
adicionada posteriormente por mas desarrolladores que continuaron con algoritmos de
aprendizaje automatico (Pedregosa et al., 2011). Por su parte, Gensim, desarrollada por
Radim Rehtifek, se adentré en la biisqueda de similitudes semanticas (Rehiifek y Sojka,
2010).

Vale resaltar que estas bibliotecas no habrian sido posibles sin la introduccion de
conceptos previos como el Latent Semantic Analysis (LSA) de Thomas Hofmann, o el
modelo Latent Dirichlet Allocation (LDA) de David Blei; bases para el desarrollo de
algoritmos de modelado de temas y que tuvieron influencia en la gestacion de
herramientas como gensim.models (Blei, Ng, y Jordan, 2003). Respectivamente, scikit-
learn con sklearn.feature_extraction.text, a través de las técnicas Bag-of-Words y TF-IDF
se realizan representaciones vectoriales y se capturan semantica; gensim.corpora facilita
que dichas representaciones aborden la construccion de modelos de topicos.

El lenguaje natural parte de constructos de la lingiiistica computacional para su
tratamiento, que a su vez fue influenciada por figuras de renombre como Noam Chomsky,
quien hizo contribuciones significativas a la gramatica generativa (Chomsky, 2002); asi
como también, Christopher Manning y Dan Jurafsky, quienes asentaron alin mas la teoria y

préctica del campo (Jurafsky y Martin, 2008; Manning y Schiitze, 1999).



12
MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

Como se habia referido en el acédpite anterior, el texto requiere preprocesamiento
extenso previo a ser susceptible de modelacion. Esto incluye operaciones aparentemente
obvias para la mente humana, como eliminar palabras irrelevantes, normalizar palabras y
encontrar relaciones semanticas. Para dichos efectos, bibliotecas como NLTK (Natural
Language Toolkit) desarrollada por Steven Bird y Edward Loper, proporcionan las
herramientas que realizan las mencionadas operaciones a fin de que los datos se pongan a
punto para modelos mas sofisticados como LSTM (Long Short-Term Memory) o
TensorFlow.Keras.

La primera, LSTM (Long Short-Term Memory) ha sido introducida por Sepp
Hochreiter y Jiirgen Schmidhuber, con el objetivo de modelar relaciones contextuales y
dependencias temporales que se pudieran encontrar en datos secuenciales de texto, lo que
empezaba a abrir posibilidades en el procesamiento y analisis lingiiistico (Hochreiter y
Schmidhuber, 1997).

Por su parte, TensorFlow y Keras son herramientas de alto nivel que se enmarcan en
el ambito del aprendizaje profundo, esta tltima fue desarrollada principalmente por
Francois Chollet, para que la aplicacion del concepto de redes neuronales se facilite en su
integracion con TensorFlow, lo que en alguna manera revoluciono el preprocesamiento de
texto y secuencias (Chollet, 2017). La revolucion que implicod TensorFlow, desarrollada
por miembros de Google Brain que fue liderado por personajes como Jeff Dean y Andrew
Ng, fue plataforma clave para aplicaciones mas modernas de NLP (Abadi et al., 2016).

El campo de trabajo de estas herramientas ha seguido recibiendo contribuciones
destacables como la de Ian Goodfellow, quien junto con Yoshua Bengio y Aaron Courville
trataron sobre el aprendizaje profundo (Goodfellow et al., 2016); asi como también,
Christopher Olah contribuy? a la visualizacion de las redes neuronales, lo que siguid

facilitando su adopcidn en proyectos de procesamiento de lenguaje (Olah, 2015).
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En definitiva, todo este conjunto de bibliotecas permite que las redes neuronales puedan
capturar dependencias temporales en relacion con su contexto, lo que ha facilitado la

generacion de texto, la traduccidon automatica o la clasificacion compleja.
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CAPITULO 2: DESARROLLO DE LA PROPUESTA

2.1 Metodologia

Para la elaboracion de este modelo, se ha decidido establecer una metodologia mixta
donde se combinan los elementos propios del andlisis cuantitativo y del analisis cualitativo
para la obtencion de distintos tipos de analisis sobre resimenes de articulos cientificos en el
ambito del turismo.

El anélisis cuantitativo se aplicaré en el sentido de que va a poder detectar patrones y
tendencias de los datos, mientras que el andlisis cualitativo se aplicara para poder identificar
el significado, la importancia de esos patrones y tendencias detectados.

Esta mezcla de andlisis servira para alcanzar una explicacion lo suficientemente compleja y
profunda de los resimenes de los articulos cientificos de turismo.
Enfoque Cuantitativo:

e Analisis Bibliométrico: Implica el estudio analistico a través de la estadistica que la
informacion presenta al interior de los articulos, lo que incluye la distribucion anual
de publicaciones, la frecuencia de palabras clave y la extension de los resimenes. Este
proceso nos facilita el reconocimiento de tendencias generales y patrones en la
produccién cientifica.

e Procesamiento del Lenguaje Natural (PNL): Se emplean técnicas de PNL para el
tratamiento previo del texto, que incluyen la supresiéon de palabras de relleno, la
lematizacion, y la tokenizacion.

e Machine Learning (ML): Se utiliza un modelo de “Asignacién Latente” de Dirichlet
(LDA) para la extraccion de temas, lo que posibilita la identificacion de las

principales areas de investigacion dentro del campo del turismo.
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e Visualizacion: Se desarrollan graficos y visualizaciones que representan las
tendencias identificadas, lo que incluye el reparto de temas en el curso de la ventana
de tiempo analizada y los embeddings de tépicos.

Enfoque Cualitativo:

e Interpretacion de Resultados: Se lleva a cabo una interpretaciéon manual de los
hallazgos del andlisis cuantitativo, enfocdndose en la identificacion de los temas
predominantes y las tendencias emergentes.

e Analisis de Contenido: Se realiza una exploracion mas exhaustiva del contenido de
los resumenes, mediante la codificacion temdtica y la identificacion de opiniones.

Metodologia Mixta:

¢ Combinaciéon de Métodos: Se integran los resultados del andlisis cuantitativo
(estadisticas, PNL, ML) con la interpretacion cualitativa, proporcionando una
perspectiva mds completa sobre las tendencias de investigacion

e Triangulacion: Se aplican diversos métodos analiticos para validar los hallazgos,
como la comparacion de las tendencias reveladas por el modelo LDA con la
interpretacion manual de los resimenes.

Asi es como el codigo desarrollado pone en practica una metodologia mixta que
explota las fortalezas de los enfoques cuantitativo y cualitativo para examinar las
tendencias de investigacion en turismo. La fusion de técnicas de analisis bibliométrico,
PNL, ML y visualizacion, junto con la interpretacion cualitativa aplicado a un corpus de
resimenes de articulos cientificos, contribuye significativamente a un entendimiento de

mayor consistencia y profundidad de los datos.
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2.2 Diagramas de procesos
A continuacidn, se presenta el proceso realizado para la implementacion del modelo

aplicado con los diferentes roles aplicados al mismo.

Figura 1

Diagrama de proceso
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Nota. La siguiente figura muestra el proceso para el desarrollo del caso practico.
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2.3 Requerimientos de hardware y software para desarrollo

2.3.1 Docker

Docker para un ambiente reproducible: Gracias a que Docker encapsula el modelo
y sus dependencias en un contenedor, es posible reproducir el estudio en cualquier
equipo que tenga instalado Docker. Nos aseguramos asi de que el modelo funcione de
la misma manera, sin tener en cuenta cudl sea el sistema operativo de la maquina del
usuario o cudl sea el entorno de las bibliotecas en las que se basa la maquina.

Docker para un ambiente limpio: Docker garantizard un ambiente que esté limpio y
libre en el desarrollo del modelo y, asi, evitarad conflictos con otras bibliotecas (o el
sistema). Se reduce el riesgo de sufrir errores con otras configuraciones o bibliotecas
e, incluso, se facilita la gestion de bibliotecas.

Docker para el aprovechamiento de GPU: Docker permite montar el contenedor de
manera que se pueda acceder a la GPU que tiene la maquina que ejerce de host. Con
ello, se afianzan las practicas necesarias para entrenar el modelo, especialmente en
tareas que exigen mucha capacidad de procesamiento, como el anélisis de grandes
volumenes de texto.

Docker para la escalabilidad: Si el modelo crece, si conviene exponer el modelo en
la nube, Docker proporciona una solucién a la escalabilidad y se puede exponer el
modelo. Los contenedores Docker son instancias que se pueden ejecutar en distintas
plataformas y servicios en la nube sin quemar puentes ni hacer perder tiempo en el
proyecto al aparentemente considerado ajuste en la capa de procesamiento que sea la

adecuada para el modelo.

Es asi que, en aras de aumentar las probabilidades de reproducibilidad y eficacia del

modelo desarrollado, se optd por utilizar Docker, una herramienta para conseguir la creacion

de un ambiente de desarrollo cerrado y homogéneo. Docker permite encapsular el modelo y
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aquellas librerias y herramientas que se requieran en un contenedor que se puede ejecutar en
cualquier maquina que disponga de Docker. Docker, ademas, permite realizar la
configuracion del acceso a la GPU de la maquina host, lo que ademas permite conseguir una
mejora en la rapidez del entrenamiento del modelo. Por otro lado, también facilita el escalado
y la implementacion en la nube que permite tener un entorno aislado en un entorno mas
abierto, lo que aumenta sus potencialidad como herramienta para la construccion de
proyectos de Machine Learning.

2.3.2 Librerias

Para el procesamiento de datos y Machine Learning:

o pandas: que facilita que los datos sean tratados y analizados. Se aplica en la
carga del dataset, en su limpieza, realizar andlisis exploratorio, y preparacion
para su uso dentro del modelado

o scikit-learn: utilizado para la division del dataset en conjuntos de

entrenamiento y prueba (train_test_split), la vectorizacion de texto
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(TfidfVectorizer) y, ademads, para la medicion posterior de la eficacia del
modelo (accuracy_score, confusion_matrix).

Gensim: Para la generacion de embeddings de palabras utilizando Word2Vec.
Optuna: Usado como optimizador de hiperpardmetros del modelo LSTM.
NLTK: Para el procesamiento del lenguaje natural, como la supresién de stop
words (stopwords) y la denominada “lematizacién” (WordNetLemmatizer).
TensorFlow/Keras: Para la construccion, entrenamiento del modelo LSTM v,
ademds, para constituir su arquitectura, incluyendo capas de embedding,

LSTM, densas y dropout, asi como para compilar y entrenar el modelo.

Para la visualizacidn:

(@]

matplotlib.pyplot: usadas en la graficacién con histogramas, con barras,
columnas, tortas, etc., que muestran la distribucion de los datos y la
frecuencia de palabras clave.

seaborn: Para la creacion de graficos de estadistica mas avanzada, como

mapas de calor, para visualizar la correlacion entre variables.

Otras librerias:

o

o

re: Para trabajar con expresiones regulares, utilizado en la limpieza de texto.
collections: Para el andlisis de frecuencia de palabras clave, utilizando
Counter.

itertools: Para la generacion de combinaciones de palabras clave (bigramas y
trigramas).

numpy: Para operaciones numéricas, como el cdlculo de la longitud de los

resimenes.

2.3.3 Desarrollo del Modelo

Para el desarrollo del modelo se implementa en las siguientes fases:
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Preparacion del Dataset

Esta fase inicial estd encaminada a la carga, limpieza y transformacion de los datos;
esto es, eliminar duplicados, gestionar los valores nulos o unificar las columnas de las
palabras clave para favorecer el andlisis.
Figura 2
Codigo de carga del dataset

import pandas as pd

import numpy as np

# Cargar el archivo CSV

dataset_path = '/tf/Dataset/grupoB_dataset.csv'
df = pd.read_csv(dataset_path)

# Mostrar Llas primeras filas para verificar la carga
df.head()
Tabla 1

Variables definitivas para estudio

Variable Tipo de dato Descripcion

Title String Titulo del articulo cientifico.

Year Entero Afio de publicacion del articulo.

Abstract String Resumen del articulo cientifico.

Author Palabras clave proporcionadas por los
String

Keywords autores del articulo.

Index ‘ Palabras clave asignadas por el indice o base
String

Keywords de datos.

Document ‘ Tipo de documento (ej. articulo,
String _ o

Type conferencia, revision).

Language String Idioma en el que esté escrito el articulo.

Una vez hemos definido las variables definitivas del Dataset, deberemos proceder con

la reduccion de dimensionalidad de las columnas de Keywords.
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La razén por la que unificamos las columnas 'Author Keywords' y 'Index Keywords' en una
sola columna de 'Keywords' es para:

¢ Eliminar redundancias: Tener dos columnas separadas para las palabras clave puede
generar duplicacion innecesaria de informacion. Al unificar ambas columnas y
eliminar los duplicados, reducimos la dimensionalidad del dataset sin perder
informacion valiosa.

e Simplificar el andlisis: Al consolidar las palabras clave en una sola columna, el
andlisis posterior y el preprocesamiento se vuelven mas manejables, ya que los
modelos de ML pueden trabajar més facilmente con una unica fuente de palabras
clave.

e Mejora de la representacion de los datos: Esta fusidn proporciona una representacion
mas precisa de las palabras clave asociadas a cada documento, evitando posibles

confusiones o inconsistencias en el analisis.

Figura 3

Codigo para unificar las columnas de valores claves

# Crear la nueva columna 'Keywords' sin valores duplicados y ordenada
alfabéticamente

df cleaned['Keywords'] = df cleaned.apply/(
lambda row: ', '.join(sorted(set((row['Author Keywords'] + ', ' +
row[ 'Index Keywords']).split(', ')))), axis=1

)

# Seleccionar las columnas para el DataFrame reducido
df reduced = df cleaned[['Author(s) ID', 'Title', 'Year', 'Abstract',
'Keywords', 'Language of Original Document', 'Document Type']]

# Mostrar las primeras filas del DataFrame reducido
df_reduced.head()
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Figura 4

Tratamiento de valores nulos

# Calcular Los valores nuleos por columna
nulos_por_columna = df_reduced.isnull().sum()

# Crear un DataFrame para mostrar Los valores nulos
nulos_df = pd.DataFrame({

"Column': nulos_por columna.index,

' .

Mull Values': nulos_por_columna.values

}‘.

&
# Mostrar el DataFraome de valores nulos
nulos_df

Tabla 2

Resultado tratamiento valores nulos por columna

Valores nulos

Valores nulos antes de %
Variable _ ‘ después de la ‘
la unificacion ) ‘ Reduccion
unificacion
Author ID 143 0 100%
Title 0 0 -
Year 0 0 -
Abstract 0 0 -
Keywords 0 0 -
Languaje of
original 0 0 -
Document
Document
0 0 -
Type

Exploracion Inicial
Se realiza un analisis exploratorio del Dataset que permita un inicial entendimiento de

la configuracion y ciertas caracteristicas de los datos. Se analiza la agrupacion de articulos
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por aiio, la longitud de los resumenes, los tipos de documentos, los idiomas y la frecuencia de

las palabras clave.

Distribucion de articulos

Figura 5

Distribucion de articulos por ario
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Observamos un sustancial incremento de la proporcion de articulos desde el afio 2019

hasta el 2023, lo cual indica un creciente interés en la tematica de investigacion. Se

identificaron los siguientes puntos:

Pico de Publicaciones en 2023: El afio 2023 muestra la mayor cantidad de
publicaciones, lo que podria sugerir que el tema alcanz6 un punto alto de relevancia
en la comunidad académica en ese afio. Esto también podria estar relacionado con
eventos globales, como politicas sostenibles, cambios en el turismo post-pandemia o
avances en la tecnologia de anélisis de datos en turismo.
Descenso en 2024: Aunque el afio 2024 atn no ha finalizado, la grafica muestra una
disminucion en la cantidad de publicaciones. Esto puede deberse a varios factores:

o Datos Parciales: Es posible que los datos de 2024 atn no estén completos,

especialmente si la recopilacion se realizé en los primeros meses del afio.
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o Desplazamiento de Enfoque: Puede ser que el interés en el tema esté
disminuyendo, o que los investigadores estén explorando nuevas areas
relacionadas.

e Impacto de la Pandemia (2020-2021): Los afios 2020 y 2021 muestran una cierta
disminucién en el numero de las publicaciones, lo cual podria estar relacionado con la
pandemia de COVID-19, que afect6 significativamente la investigacion y publicacion
académica. Durante este periodo, muchos sectores, incluido el turismo, enfrentaron
desafios que pudieron haber impactado la produccion académica.

Distribucion de cantidad de palabras
Figura 6

Distribucion de cantidad de palabras en los abstracts
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La distribucion de longitud de los abstracts en este andlisis sugiere que la comunidad
académica en el campo tiende a producir resimenes que son concisos y que cumplen con los
limites de palabras recomendados, permitiendo una rapida comprension de los objetivos y
resultados de la investigacion. La mayoria de los abstracts contienen entre 150 y 350
palabras. Esto sugiere un estandar en la longitud de los resimenes, posiblemente determinado

por los requisitos de las revistas o conferencias académicas.
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Observamos un pico en la frecuencia entre 200 y 250 palabras. Esto indica que
muchos autores eligen mantener sus resimenes en ese rango de palabras, lo cual puede
responder a normas editoriales o a un intento de sintetizar la investigacion de manera concisa
y efectiva. La distribucion muestra un sesgo con una cola orientada hacia la derecha, lo cual
significa que, a pesar de que la mayoria de los abstracts estan en el rango estandar, existen
algunos con una mayor cantidad de palabras, llegando incluso a superar las 1000. Estos
casos podrian ser excepcionales y responder a investigaciones con mayores detalles,
multiples hipdtesis o explicaciones complejas.

Distribucion de los Tipos de Documentos
Figura 7
Distribucion de los tipos de documentos
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Tipo de Documento

La mayoria de los documentos en el dataset son articulos ("Article"), con una gran
diferencia frente a otros tipos de documentos como "Conference paper" y "Book chapter".
Los articulos representan la clase mas dominante, superando significativamente en cantidad a

todas las demas categorias. Un patente desbalance de clases es evidenciado, podria influir en
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el entrenamiento de los modelos de aprendizaje automatico si se utiliza esta clasificacion. Los
modelos tienden a inclinarse hacia la clase mayoritaria, lo que reduce su potencial para
realizar una prediccion de las clases menos representadas.

Posibles Estrategias para abordar el desbalance

e Submuestreo de la Clase Mayoritaria: Reducir la cantidad de articulos ("Article")
en el dataset, seleccionando aleatoriamente una muestra de estos, para equilibrar su
proporcion con las otras categorias.

e Aumento de las Clases Minoritarias: Utilizar técnicas de aumento de datos, como
generacion sintética de datos o duplicacion de documentos de las clases menos
representadas, para incrementar su proporcion.

e Pesos de Clase en Modelos de ML: Ajustar los pesos de las clases en funcion de su
distribucién para penalizar errores en las clases minoritarias de manera mas
significativa. Esto obligaria al modelo a prestar mas atencion a las clases menos
comunes.

e Agrupacion de Clases: Otra opcion podria ser combinar algunas de las clases menos
comunes en una categoria Unica de "Otros" para simplificar el analisis y reducir el
impacto del desbalance extremo.

Distribucion de Idiomas
Figura 8

Distribucion de Idiomas
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Distribucion de Idiomas de los Documentos
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La gran mayoria de los documentos estan en inglés, lo que indica que el inglés es el
idioma dominante en el campo de investigacion. Otros idiomas, como el chino y el espaiiol,
tienen una representacion significativamente menor, seguidos por otros idiomas con atn
menor frecuencia. La predominancia del inglés como idioma de publicacion puede sesgar los

resultados del analisis hacia una perspectiva cultural angl6fona.
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Frecuencia de palabras clave
Figura 9

Distribucion palabras claves

Palabras Clave Mas Comunes

400

300

Frecuencia

& 4 & & & ¥ &F & 5
& & & & & F FFFEFFE O S & &
& & A7 F ¢ & & ¢ & & & & & S &
i & @ FF e PP & & ¢
& & & PO g & &5
Lo & S O
§ & 'c-‘& & & F_G & S

Palabras Clave

Las palabras clave mas frecuentes reflejan temas relacionados con sistemas
inteligentes, turismo inteligente, y desarrollo sostenible. Esto indica un fuerte interés en la
integracion de tecnologia avanzada, como inteligencia artificial y sistemas inteligentes de
vehiculos, en el contexto del turismo. Estos temas sugieren una interseccion entre turismo y
tecnologia, asi como un enfoque en la sostenibilidad.

Ademas del turismo y la sostenibilidad, palabras clave como control de trafico y
ciudades inteligentes sugieren un enfoque en la infraestructura y el manejo de recursos para
facilitar el turismo en entornos urbanos.

En cuanto a la distribucion Geografica y Especifica. Palabras
como China y transporte publico figuran entre las mas comunes, lo que sefiala un interés
tanto en el contexto geografico como en el transporte en el turismo. Esto puede indicar la
relevancia de estas dreas en el desarrollo de soluciones tecnologicas y sostenibles.

Estrategias para Profundizar el Analisis:
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e Agrupacion Semantica: Agrupar términos similares, como aquellos relacionados
con tecnologia y turismo inteligente, puede ayudar a identificar patrones mas
amplios y reducir redundancia en el analisis de palabras clave.

e Analisis de Bigrama y Trigrama: Dado que algunas palabras clave aparecen en
combinaciones (como "smart tourism" y "sustainable development"), un analisis de
bigramas y trigramas permitira descubrir relaciones tematicas mas profundas y
mejorar la comprension de las tendencias en la investigacion.

e Segmentacion Temporal o Geografica: Analizar como cambian estas palabras clave
con el tiempo o en distintas regiones podria proporcionar una perspectiva sobre la
evolucion de los temas y su relevancia en contextos especificos.

La distribucion de las palabras clave indica un enfoque en turismo
inteligente y sistemas tecnologicos aplicados al turismo, asi como en la sostenibilidad y
el control de infraestructuras urbanas. Este analisis inicial de palabras clave aporta una
vision general de las tendencias temadticas en el campo, pero podria beneficiarse de técnicas
de agrupacion avanzada y de un andlisis de bigramas y trigramas para explorar mas a fondo
las conexiones entre temas.
Analisis de Bigramas y Trigramas

Analisis de Bigramas
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Figura 10

Analisis de Bigramas
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Bigramas

Los bigramas mas frecuentes, como "artificial intelligence", "smart tourism", y "smart
city", reflejan una alta prevalencia de términos relacionados con tecnologia avanzada
aplicada al turismo y el desarrollo de ciudades inteligentes. Estos resultados subrayan el
enfoque en el uso de inteligencia artificial y sistemas inteligentes dentro del contexto del
turismo y la gestion urbana.

La presencia de bigramas como "sustainable development", "traffic control", y "public
transport" indica que, ademas del turismo inteligente, la sostenibilidad y la infraestructura son
temas relevantes en la investigacion académica. Estos términos sugieren un interés en el
impacto de la tecnologia en la sostenibilidad y en como gestionar eficientemente los recursos
en entornos turisticos.

La inclusion de términos como "machine learning" y "big data" destaca el crecimiento
en el uso de técnicas de andlisis avanzadas para abordar problemas en el turismo y la
sostenibilidad. Esto refleja una tendencia hacia el uso de datos y tecnologias emergentes para

mejorar la experiencia turistica y la eficiencia operativa en ciudades.
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La alta frecuencia de bigramas relacionados con tecnologia y sostenibilidad podria

generar redundancia en el analisis. Esto sugiere la necesidad de agrupar o normalizar

términos similares en futuras investigaciones, con el fin de reducir la repeticion y obtener una

vision mas clara de los temas predominantes.

Estrategias para el Analisis

Analisis de Trigramas: Ampliar el analisis a trigramas permitira captar
combinaciones de temas mas especificas y complejas, como "smart tourism
management" o "sustainable urban development", lo cual podria ofrecer una vision
mas detallada de las interrelaciones entre temas.

Segmentacién Tematica: Dado el enfoque en sostenibilidad, tecnologia avanzada y
gestion urbana, se podrian crear subgrupos tematicos para analizar cada area en
profundidad, permitiendo asi explorar las interacciones entre tecnologia y
sostenibilidad en el turismo.

Analisis Temporal: Examinar como cambian estos bigramas en el tiempo podria
revelar tendencias emergentes y mostrar como han evolucionado los temas de
investigacion a lo largo de los afios en respuesta a los avances tecnologicos y los
desafios ambientales.

En conclusion, el analisis de bigramas confirma que los estudios de turismo estan

centrados en temas de sostenibilidad y tecnologia avanzada. Los bigramas dominantes

sugieren una tendencia hacia la adopcion de inteligencia artificial, el desarrollo de ciudades

inteligentes, y la gestion de recursos sostenibles. Estos hallazgos ofrecen una base solida para

orientar futuras investigaciones y destacan la necesidad de un enfoque mas estructurado en la

segmentacion temadtica para minimizar la redundancia y profundizar en las relaciones entre

temas clave.
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Analisis de Trigramas
Figura 11

Analisis Trigramas
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Trigramas

El gréafico de trigramas muestra combinaciones de tres palabras clave que ocurren con
mayor frecuencia en los resimenes de los articulos analizados. A continuacion, se destacan
algunas de las combinaciones mas relevantes:

e Principales Tematicas: Los trigramas mas destacados estan relacionados con
términos como “vehicle highway systems”, “intelligent vehicle highway”,y “systems
intelligent vehicle . Esto refleja un enfoque significativo en la interseccion entre
sistemas de transporte inteligente y vehiculos autdnomos, indicando el interés en la
infraestructura y gestion de sistemas de transporte avanzados.

e Tecnologia y Turismo Inteligente: Otros trigramas relevantes como ‘“smart tourism
development”, “sustainable development tourism”,y “smart city smart” sugieren que

los estudios también estan explorando como las tecnologias avanzadas y las ciudades
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inteligentes estan afectando al desarrollo del turismo. Este énfasis en el "turismo
inteligente" subraya la transformacion digital en el sector turistico.

e Evaluacion y Gestion del Transporte: Trigramas como “traffic control
transportation” 'y “tourism traffic control” destacan el interés en la gestion y control
del trafico, especialmente en areas con alto flujo turistico. Esto sugiere que una parte
de la investigacion esté orientada a optimizar el flujo de visitantes en destinos
turisticos para reducir la congestion y mejorar la experiencia del turista.

e Sistemas de Apoyo a la Decision: La presencia de trigramas como “decision support
systems” indica el uso de sistemas de apoyo a la decision en la planificacion y gestion
del turismo y el transporte. Estos sistemas ayudan a las autoridades y empresas a
tomar decisiones informadas en tiempo real.

Implicaciones para la Investigacion
Este analisis de trigramas revela areas especificas dentro del turismo y el transporte
inteligente que estan siendo exploradas con mayor profundidad:

e Turismo Inteligente y Desarrollo Sostenible: Existe un interés notable en
como las ciudades inteligentes y las tecnologias avanzadas pueden contribuir
al turismo sostenible y a una mejor experiencia del turista.

e Control y Gestion del Trafico: La gestion del trafico es una preocupacion
central, lo cual es esencial para destinos turisticos populares que buscan
equilibrar la afluencia de visitantes con la sostenibilidad.

e Sistemas de Apoyo a la Decision: La implementacion de sistemas de apoyo a
la decision se estd convirtiendo en una herramienta valiosa para gestionar
eficazmente los recursos en entornos turisticos.

e Infraestructura Inteligente y Vehiculos Autonomos: La infraestructura de

sistemas de transporte inteligente y vehiculos autdbnomos esta recibiendo
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atencion significativa, lo cual puede transformar el turismo y la movilidad en
el futuro.

Este analisis de trigramas proporciona una comprension mas clara de coémo los temas
tecnolodgicos y de sostenibilidad convergen en la investigacion del turismo, ofreciendo
perspectivas que pueden guiar futuras investigaciones y desarrollos en el campo.

Definicion de Variables de Clasificacion

En esta fase se aplica el algoritmo LDA (Latent Dirichlet Allocation) para la busqueda
de los temas latentes de los resumenes, realizando un andlisis de perplejidad y coherencia
semantica que permita determinar el nimero 6ptimo de topicos.

Andlisis de Perplejidad

Para determinar el nimero 6ptimo de temas en nuestro analisis de topicos, hemos
realizado un andlisis de perplejidad. La perplejidad es una métrica que evaltia qué tan bien un
modelo LDA se ajusta a los datos, donde valores mas bajos indican un mejor ajuste.

Figura 12

Codigo para analisis de perplejidad

from sklearn.decomposition import LatentDirichletAllocation
from sklearn.feature_extraction.text import CountVectorizer
import matplotlib.pyplot as plt

# Preparacidn de los dates de texto

text_data = df_reduced['Abstract’] + " " + df_reduced['Keywords" ]
vectorizer = CountVectorizer(max features=1000@, stop words='english')
text_wectors = vectorizer.fit_transform(text_data)

# Prueba de diferentes nimeros de temas y cdlculo de perplejidad
perplexity scores = []
topic_range = range(2, 3@) # Rango de temos o probar
for num_topics in topic_range:
lda_model = LatentDirichletAllocation({n_components=num_topics, random state=42)
1da_model.fit(text_vectors)
perplexity = lda_model.perplexity(text vectors)
perplexity scores.append(perplexity)
print(f"Perplejidad para {num topics} temas: {perplexity}”)

# Graficor La perplejidad para observar el punto de inflexicn
plt.plot(topic_range, perplexity_scores, marker='o')
plt.xlabel("Nimero de Temas")
plt.ylabel("Pe
plt.title("Anali
plt.show()

e Perplejidad para Seleccidn de Temas")

Hemos calculado la perplejidad para un rango de temas de 2 a 29 y observado cémo

cambia la métrica en funcion del namero de temas.
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Figura 13

Variacion de métricas del andlisis de perplejidad
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Observaciones y Justificacion del Numero de Temas

o Punto de Inflexiéon: Observamos que la perplejidad disminuye significativamente al
aumentar el nimero de temas hasta aproximadamente 10 temas, lo que indica una
mejora sustancial en el ajuste del modelo. Sin embargo, después de este punto, la
reduccion de la perplejidad se vuelve menos pronunciada.

o Estabilizacion y Aumento Posterior: A partir de 10 a 15 temas, la perplejidad se
estabiliza e incluso muestra una ligera tendencia al aumento, sugiriendo que anadir
mas temas no proporciona una mejora significativa en la calidad del modelo y podria
introducir ruido innecesario.

« Nuimero Optimo de Temas: Con base en estos resultados, hemos determinado que el
rango de 10 a 15 temas captura adecuadamente la variabilidad en nuestros datos sin

afiadir complejidad innecesaria. Este rango ofrece un buen equilibrio entre
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interpretabilidad y precision, siendo particularmente util para un analisis académico

que busca identificar tendencias significativas sin sobrecargar el modelo.

Sin embargo, como la perplejidad solo mide la capacidad del modelo para generalizar,
no asegura coherencia semantica. Por eso, usaremos métricas de coherencia como UMASS o
C_V para validar el mejor nimero de temas.
Calcular coherencia semantica con métricas UMASSy C V

La métrica UMASS es mas adecuada para corpus mas pequenos y mide la coherencia
semantica dentro de los temas considerando la probabilidad de co-ocurrencia de palabras
clave en los documentos. Mientras que la métrica C_V evalua la similitud semantica de las
palabras clave dentro de los temas, siendo robusta y confiable para seleccionar un nimero

optimo de topicos en aplicaciones practicas. Para nuestro caso:
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Figura 14

Comparaciones métricas UMASSy C V
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UMASS:
= Los valores son més altos (menos negativos) en el rango de 8-13 temas.
= El punto mas alto de UMASS es para 13 temas (-1.918), indicando que este numero
ofrece un balance adecuado entre coherencia interna y capacidad del modelo para
generalizar.
= A medida que el niimero de temas aumenta mas alla de 13, UMASS se deteriora
significativamente, lo que sugiere que mas temas resultan en divisiones que no son
suficientemente coherentes dentro de los datos.
(OAY%
= El valor mas alto de C_V (0.521) también ocurre con 13 temas, reforzando la
sugerencia de que este es el nimero 6ptimo para capturar tendencias coherentes.
= El rendimiento de C_V en el rango de 10 a 16 temas es relativamente estable, pero
alcanza su pico en 13. Mas alla de 16 temas, el valor comienza a decaer, lo que podria
significar una pérdida de coherencia semantica.
e Segun el grafico de perplejidad, un punto de inflexion claro ocurrié alrededor de 12-

15 temas.
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Este analisis complementa la seleccion de 13 temas, ya que tanto UMASS como C V
apuntan a esta zona como ideal para maximizar coherencia y generalizacion.
Con base en los resultados de perplejidad, coherencia UMASS y C V:

e Equilibrio entre generalizacion y coherencia semantica:

1. 13 temas maximizan la coherencia dentro de los topicos (UMASS) y entre
palabras clave (C_V).

2. Este nimero mantiene una representacion compacta pero significativa de las
tendencias de investigacion, evitando redundancia y division innecesaria de
temas.

e Relevancia practica:

3. Un nimero mas pequeiio de temas (como 8-10) podria simplificar la
interpretacion, pero corre el riesgo de agrupar conceptos distintos bajo una
misma categoria, perdiendo detalles importantes.

4. Por otro lado, un nimero mayor de temas (como 16 0 més) generaria topicos
mas especificos, pero con menor coherencia, dificultando la visualizacién y
comprension para los usuarios finales.

e Validacion cruzada con el analisis de perplejidad:

1. La perplejidad mostr6 un punto de inflexion entre 12 y 15 temas. Esto valida
que la seleccion de 13 temas es adecuada para capturar tendencias sin
sobredimensionar el modelo.

Implementacion LDA
Figura 15

Codigo implementacion LDA



39
MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

from sklearn.feature_extraction.text import CountVectorizer
from sklearn.decomposition import LatentDirichletAllocation

#

# Preprocesamiento: Combinar Los textos de Abstract y Keywords
text data = df _reduced['Abstract’] + ™ ™ + df_reduced[ "Keywords" ]

#

# Vectorizacion: Crear una matriz de términos utilizando CountVectorizer
vectorizer = CountVectorizer(max_features=188@8, stop words="english')
text_wvectors = vectorizer.fit_transform(text_data)

# LDA: Configuramos el numero de temas

num_topics = 13 # Numero de temas basado en el andlisis de coherencia
lda_model = LatentDirichletAllocation(n_components=num_topics, random_state=42)
lda_model.fit(text_vectors)

La distribucion muestra un claro desbalance, con algunos temas dominando (por
ejemplo, Tema 9 con 1085 documentos) y otros siendo muy minoritarios (Tema 7 con solo 56
documentos).

Esto podria afectar la calidad del modelo LSTM, ya que un desbalance significativo
en las clases tiende a hacer que el modelo aprenda mejor las clases dominantes, ignorando o
teniendo bajo desempefio en las clases minoritarias. Ademas, temas con baja representacion
pueden no aportar suficiente informacion semantica, dificultando su interpretacion o utilidad
en el andlisis de tendencias. Por lo tanto, proponemos una reduccion de la dimensionalidad
mediante la fusion de temas relacionados, lo cual no solo equilibra mejor las clases, sino que
también simplifica la estructura del modelo, manteniendo su capacidad para identificar

tendencias significativas en la investigacion turistica.
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Tabla 3

Distribucion de Temas

Topic Label

9 1085
0 1058
2 647
10 578
1 412
8 403
4 327
11 313
12 262
5 153
3 125
6 106
7 56

Esta decision se basa en:
1. Reduccion del desbalance: Al combinar temas con pocos documentos, se logra una
distribucién mas uniforme entre las clases.
2. Coherencia semantica: Agrupamos temas con palabras clave y enfoques similares,
asegurando que las combinaciones representen tendencias claras y significativas.
3. Mejoramiento del rendimiento del modelo: Al trabajar con clases mas balanceadas,
el modelo LSTM podra generalizar mejor y ofrecer resultados mas robustos,

reduciendo el sesgo hacia clases dominantes.
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Figura 16

Cddigo para reduicir temas

# Funcién para combinar temas relacionados
def combine_topics(row):
if row['Topic_Label"] in [6, 7]: # Fusionar Temas 6 y 7
return 'Tech_Communication®
elif row['Topic_Label'] in [3, 1@]: # Fusionar Temas 3 y 18
return 'Tourism Experience"
elif row['Topic_Label'] in [8, 12]: # Fusionar Temas 8 y 12
return 'Urban_Sustainability”
elif row['Topic_Label'] in [4, 11]: # Fusionar Temas 4 y 11
return 'Data_Analysis®

elif row['Topic_Label'] == 9: # Tema 9 simn cambios
return 'Sustainability’
elif row['Topic_Label'] == 13: # Temg 13 sin cambios

return 'Traffic_Models’
elif row['Topic_Label'] == 1: # Tema 1 sim cambios

return 'AI_Tourism'

elif row['Topic_Label'] == 2: # Tema 2 sim cambios
return 'Smart_Mobility'

elif row['Topic_Label'] == 5: # Tema 5 sim cambios
return 'Algorithmic_Models”

else:

return f'Tema_{row["Topic_Label™]}" # Para casos no previstos

# Aplicar la fusidn de temas al DataFrame
df_reduced[ 'Combined_Topic'] = df_reduced.apply(combine_topics, axis=1)

# Verificar la nueva distribucidn de temas
print({"\nNueva distribucién de documentos por tema:™)
print(df_reduced['Combined Topic'].walue_counts())

# Inspeccionar ejemplos representatives de cada tema
for topic in df_reduced['Combined Topic'].unique():

print(f"\nEjemplo de documentos en {topic}:™)
print(df_reduced[df_reduced[ 'Combined_Topic'] == topic].head(3)[ Abstract'])

Tabla 4

Distribucion por tema agrupado

Topic Cantidad

Sustainability 1085
Tema 0 1058
Tourism_Experience 703
Urban_Sustainability 665
Smart Mobility 647
Data_Analysis 640
Al Tourism 412
Tech_Communication 162

Algorithmic_Models 153
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Temas Seleccionados para el Analisis
Para capturar la diversidad de la investigacion en turismo, los 9 temas identificados en
el analisis previo se incluyen en el analisis, proporcionando una cobertura exhaustiva de las

areas de interés en turismo. Estos temas representan areas fundamentales, tales como:

a. Sostenibilidad en Turismo Urbano y Rural:
Temas como "Urban Sustainability" y "Rural Resource Management" abordan la
implementacion de practicas sostenibles tanto en areas urbanas como rurales, reflejando

como el turismo puede adaptarse a las necesidades medioambientales en distintos contextos.

b. Movilidad y Transporte en Destinos Turisticos:
La movilidad es esencial en la gestion de flujos turisticos. Temas como "Mobility and
Transportation" exploran el impacto de los sistemas de transporte en la experiencia del turista

y en la reduccion de la huella de carbono en destinos turisticos.

c. Tecnologia y Comportamiento Turistico:
La incorporacion de inteligencia artificial, realidad aumentada, y tecnologia de
comunicacion en el turismo permite mejorar la experiencia del turista y gestionar de forma
mas eficaz los destinos. Temas como "Digital Tourism" y "Technology in Hospitality" cubren

estos avances.

d. Educacion y Gestion del Conocimiento en Turismo:
La educacion en turismo y la gestion del conocimiento son fundamentales para el
desarrollo de futuros profesionales en esta industria. Temas como "Knowledge Management

in Tourism" ofrecen una perspectiva sobre la formacion y la innovacion en turismo.

e. Salud, Seguridad, y Adaptacion a Cambios Globales:
En un mundo post-pandémico, la relacion entre turismo, salud, y tecnologia es cada

vez mas relevante. El andlisis de temas como "Health and Tourism During Pandemics"
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proporciona insights sobre como la industria se adapta a desafios globales y aplica soluciones

tecnologicas.

Tabla 5

Temas resultantes
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Cantidad
Tema Palabras Clave Descripcion de
Articulos
Aborda la sostenibilidad en
sustainability, climate,
. el turismo rural, destacando
green, tourism, rural, )
aspectos ambientales,
1. Sostenibilidad environmental, . .
' ' economicos y sociales. 1085
y Turismo Rural economic, ) )
Examina estrategias para
sustainable,
mitigar el cambio climatico
development .
y fomentar el turismo verde.
‘ ‘ . Se enfoca en la movilidad
trip, transit, mobility,
inteligente aplicada al
destination, smart,
2. Movilidad _ turismo, explorando
. public, data, . 647
Inteligente ) soluciones de transporte
transportation, travel, . . .
publico, gestion del transito
transport . ]
y movilidad sostenible.
Examina el uso de sistemas
inteligentes y mineria de
language, mining, datos para extraer
3. Analisis de
) medical, based, social, informacion relevante en el
Datos y Sistemas o ) ) 640
‘ learning, information, turismo. Incluye
Inteligentes
analysis, big, data aplicaciones en analisis de
grandes datos y aprendizaje
basado en informacion.
. . Analiza las experiencias de
satisfaction,
los turistas en destinos
4. Experiencias perceived, social,
' culturales, destacando la
Turisticas y travel, smart, . ‘ .
percepcion, satisfaccion y 703

Destinos destination, tourist,

Culturales tourists, study,

tourism

aspectos sociales en el
contexto del turismo

inteligente.
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5. Modelos

Algoritmicos

6. Tecnologias
Avanzadas de

Comunicacion

7. Turismo
Inteligente y

Gestion Urbana

8. Turismo
Inteligente

Basado en IA

9. Modelos de
Trafico y
Sistemas

Inteligentes

travel, intelligence,
model, tourist,
algorithm, systems,
information, decision,

based, tourism

hoc, ad, wireless,
nodes, power,

communication,

network, energy,

networks, routing

information, life,
solid, city,
intelligence, disaster,
smart, management,

waste, parking

service, artificial,
technology, study,
hospitality,
intelligence, industry,

ai, research, tourism

control, network,
destination, road,
model, vehicle,
intelligent, systems,

time, traffic

Se centra en el desarrollo de
modelos algoritmicos y de
decision basados en sistemas
inteligentes para mejorar el
turismo y la experiencia del
usuario.

Explora tecnologias de
comunicacion avanzadas
como redes inalambricas y
protocolos de enrutamiento,
destacando su impacto en el
sector turistico.
Aborda la gestion urbana
inteligente, con énfasis en la
sostenibilidad de las
ciudades, el manejo de
residuos solidos y la
inteligencia aplicada a la
administracion de desastres
y el trafico.

Se centra en la aplicacion de
la inteligencia artificial y la
tecnologia en el turismo,
incluyendo la hospitalidad y
la investigacion en la
industria turistica.
Examina modelos
inteligentes para la gestion
del tréafico, integrando redes
de transporte, vehiculos
autébnomos y sistemas de
control para destinos

turisticos.

153

162

665

412

1058

45
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Justificacion del Enfoque

Cobertura Integral de la Investigacion en Turismo: La eleccion de incluir los 9
temas permite un andlisis holistico de la investigacion en turismo. Al no limitar el
enfoque y tampoco generalizar o provocar problemas de generalizacion en el modelo,
obtenemos una representacion mas fiel de las areas de interés en la academia, lo cual
enriquece el andlisis y proporciona un contexto mas amplio.

Identificacion de Intersecciones y Colaboraciones Potenciales: El enfoque general
permite detectar posibles puntos de conexidn entre temas diversos, como la tecnologia
aplicada a la sostenibilidad, o la movilidad influenciada por el comportamiento del
turista. Estos hallazgos pueden ser valiosos para investigadores que busquen colaborar
en temas interdisciplinarios.

Mayor Relevancia para Politicas y Practicas de la Industria: Al analizar una gama
amplia de temas, los resultados pueden ser utiles para un publico mas amplio,
incluyendo responsables de politicas, empresas, y gestores de destinos que necesitan
tener en cuenta multiples aspectos del turismo, desde la gestion de recursos hasta la
tecnologia y el comportamiento del turista.

Flexibilidad para el Analisis de Tendencias Especificas: Aunque el enfoque es
general, el modelo permite filtrar y analizar tendencias especificas dentro de cada

tema cuando sea necesario. Esto significa que, si un tema como "Sostenibilidad
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Urbana" o "Movilidad Turistica" requiere atencion especial, el modelo puede
proporcionar insights profundos y detallados.
Refinamiento del Corpus
Dado que se van a utilizar los 9 temas completos, es esencial realizar un refinamiento del
corpus. Esto implica:

1. Limpieza de Datos: Eliminar duplicados, resimenes incompletos o mal formateados,
y articulos que no se alineen claramente con los temas.

2. Ajuste de Longitud de Textos: Para una mejor tokenizacion, limitar o expandir la
longitud de los resimenes de acuerdo con un rango 6ptimo, evitando textos
extremadamente cortos o largos que puedan distorsionar el andlisis.

3. Balance de Temas: Si algunos temas tienen muchos menos articulos que otros,
podrias aplicar técnicas como el sobre muestreo o submuestreo en los datos para
evitar sesgos en el modelo.

4. Etiquetado Consistente: Asegurar que cada articulo esté etiquetado correctamente
seglin el tema correspondiente, y revisar que cada tema tenga una representacion
significativa en el corpus final.

Este refinamiento ayudara a mejorar la calidad del entrenamiento del modelo y
permitird un andlisis mas preciso y representativo de las tendencias en la investigacion de
turismo. Con estos pasos, se garantiza que el analisis no solo sea extenso, sino también

profundo y relevante para la academia y la industria.
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Figura 17

Tendencias por arnio luego de refinamiento

Tendencias de Temas por Afio

Temas

1400 I. —— Al_Tourism

1200 |

1000 |
AN

Numero de Documentos

400

2000 2005 2010 2015 2020 2025

| Algorithmic_Models
| —— Data_analysis
| —— Smart_Mobility

—— Sustainability
| = Tech_Communication
| Tema_0
| —— Tourism_Experience

Urban_Sustainability

Finalmente realizamos un guardado del corpus limpio y procesado.

Figura 18

Proceso de guardado de corpus

# Guardar el DataFrame aumentado en el mismo archive para consistencia
output_dir = 'Clean_Dataset’
os.makedirs(output_dir, exist_ok=True)

# Guardar el dataset final con un comentario en el cddigo
output_path = os.path.join{output_dir, 'cleaned_corpus_with_topics.csv')

# Comentario: Este dataset contiene los dotos originales mds Llas instancios aumentadas

df_augmented.to_csv(output_path, index=False)

print({f"Corpus limpio, procesado y sumentado guardado en '{output_pathl}'")

2.3.4 Implementacion del Modelo de Clasificacion

48

Se divide el dataset en conjuntos de entrenamiento, validacion y prueba. Se aplica un

modelo LSTM (Long Short-Term Memory) para la clasificacion de los resimenes, donde se

optimizan los hiperparametros por medio de Optuna.
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Fase de segmentacion y preparacion de datos
Dado que tenemos 5427 abstracts, vamos a realizar la segmentacion en conjuntos
de entrenamiento, validacion y prueba.
Definimos el tamafio de los conjuntos de la siguiente manera:

e Entrenamiento (80%): ~4340 abstracts.

e Validacion (10%): ~543 abstracts.

e Prueba (10%): ~543 abstracts.
Con base en lo anterior tenemos nuestros datos de la siguiente manera:

e Tamafio de entrenamiento: 17363

e Tamafio de validacion: 2170

e Tamafio de prueba: 2171
Procesamiento de texto y tokenizacion con textvectorization

Se implementa una funcion para la tokenizacion y aplicamos TextVectorization en

TensorFlow nos permite transformar los textos en secuencias de tokens numeéricos, lo cual es

fundamental para el entrenamiento de redes neuronales.
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Figura 19
Funcion para generar los tokens

# Funcidn para tokenizacidn simple y preprocesamiento
def preprocess_text(text):

# Convertir a mindsculas

text = text.lower()

# Eliminar puntuacidn con regex

text = re.sub(r'[~\wwis]', ', text)

# Tokenizar dividiende por espacios

tokens = text.split()

# Eliminar stopwords

tokens = [word for word in tokens if word not in stop_words]

# Aplicar stemming

tokens = [stemmer.stem(word) for word in tokens]

# Reconstruir texto procesado

return ' '.join(tokens)

Figura 20

Codigo para aplicar tokens

# Aplicar preprocesamiento o Los textos

train_df['Text'] = train_df['Text'].apply{preprocess_text)
val df["Text'] = val_df['Text'].apply(preprocess_text)
test_df["Text'] = test_df['Text'].apply(preprocess_text)

# Escalar los afios o un rango entre 8 y 1
scaler = MinMaxScaler()
train_df['Year_Scaled'] = scaler.fit_transform(train_df[['vear']])

val_df['vear_Scaled’'] = scaler.transform{val_df[['vear']])
test_df['Year_Scaled'] = scaler.transform(test_df[['Year']])

# Extrger textos, etiquetas y ofos procesados

train_texts, train_labels, train_years = train_df['Text'], train_df['Label’'], train_df['Year_Scaled']
val_texts, val_labels, val _years = val df['Text'], val_df['Label’], val df['Year Scaled']
test_texts, test_labels, test_years = test df[ Text'], test df[‘Label’], test_df[‘Year Scaled’]

# Tokenizocidn usando Keras

tokenizer = Tokenizer({num words=10000, ocov_token="<00V>")

tokenizer.fit on_texts(train texts)

& Convertir textos en secuencias

train_sequences = tokenizer.texts_to_sequences(train_texts)
val_sequences = tokenizer.texts_to_sequences(val texts)
test_sequences = tokenizer.texts to_sequences(test texts)

# Rellenor secuwenciaos para iguolar longitudes

max_sequence_length = 280

train_padded = pad_sequences(train_sequences, maxlen-max_ sequence length, padding='post’, truncating='post')
val padded = pad sequences{val sequences, maxlen=max_sequence length, padding='post', truncating='post')
test_padded = pad_sequences(test sequences, maxlen-max_sequence_length, padding='post', truncating='post’)

Crear batches y preparar para entrenamiento

50

Para un entrenamiento eficiente, utilizamos tf.data para crear batches. Esto reduce la carga en

la memoria y optimiza el rendimiento del modelo.
En este primer punto del proyecto, completamos los siguientes pasos clave para la
preparacion de datos, orientados a construir un modelo de RNN capaz de identificar

tendencias de investigacion en el campo del turismo:
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1. Segmentacion de Datos: Dividimos nuestro conjunto de datos en tres
subconjuntos: entrenamiento (80%), validacion (10%) y prueba (10%). Esta
division nos permite entrenar el modelo, optimizar su rendimiento y finalmente
evaluarlo con datos que no ha visto antes.

2. Tokenizacion: Convertimos el texto de los resimenes (abstracts) en secuencias de
tokens. Para ello, construimos un vocabulario que representa las palabras y términos
clave mas comunes en el corpus, permitiendo al modelo interpretar y procesar el texto
de manera numérica.

3. Padding y Truncamiento: Normalizamos las longitudes de las secuencias para
ajustarlas a una longitud estdndar definida. Esto se realiz6 mediante padding (agregar
ceros al final de secuencias cortas) y truncamiento (acortar secuencias largas),
asegurando que todas las secuencias tengan la misma longitud y sean compatibles con
el modelo.

4. Batching de los Datos: Organizamos los datos en batches para alimentar al modelo
en grupos, lo cual optimiza el uso de memoria y acelera el proceso de entrenamiento.
Verificamos que los batches se generaran correctamente para los conjuntos de

entrenamiento, validacion y prueba.
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Figura 21

Implementacion de proceso para batches

import tensorflow as tf
# Crear dotasets de TensorFlos

batch_size = 32

# Dataset de entrenamiento con texte afio como entradas

train_dataset = tf.data.Dataset.from_tensor_slices(
((train_padded, train_years), train_labels)

).batch(batch_size).prefetch(tf.data.AUTOTUNE)

# Dotaset de validocidn

val dataset = tf.data.Dataset.from tensor_slices
((val_padded, val years), val_labels)
).batch(batch_size).prefetch(tf.data.AUTOTUNE)

# Dataset de prueba

test_dataset = tf.data.Dataset.from_tensor_slices(
((test_padded, test_years), test labels)

).batch(batch_size).prefetch(tf.data.AUTOTUNE)

£ Verificar Los batches

for (text_batch, year_batch), label batch in train_dataset.take(1):
print{“Ejemplo de batch de textos:", text_batch.numpy())

e batch de afios:", year batch.numpy())

batch de etiquetas:", label _batch.numpy())

Seleccion de arquitectura para desarrollo de modelo

Este proyecto busca analizar y extraer tendencias de investigacion a partir de los

abstracts de articulos cientificos en el &mbito del turismo, con un enfoque en sostenibilidad.

Dados los patrones temporales y las relaciones complejas entre términos en el texto,
necesitamos una arquitectura de red neuronal que sea capaz de capturar la secuencia y
dependencia contextual dentro de los resimenes. Para ello, se consideran dos opciones
populares de arquitecturas de redes recurrentes: RNN (Redes Neuronales

Recurrentes) y LSTM (Long Short-Term Memory).

52
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Tabla 6

Comparacion entre RNN y LSTM

Caracteristica RNN LSTM
. Capa recurrente con compuertas de
Estructura Capa recurrente simple ' .
entrada, olvido y salida
Manejo de Limitado debido a Excelente, disefiado para retener
Dependencias a desvanecimiento de informacion a largo plazo y mitigar el
Largo Plazo gradientes desvanecimiento de gradientes
. Mayor debido a las compuertas
Complejidad o o
_ Menor adicionales, pero justificada para
Computacional ‘ _
secuencias complejas
Rendimiento en Puede degradarse en Alto, especialmente adecuado para
Texto Extenso secuencias largas textos con dependencias a largo plazo
. Mayor, debido a las células de
Uso de Memoria Menor

memoria adicionales

Anadlisis para este proyecto

1. Secuencias Largas y Dependencias Complejas:

o Los abstracts de articulos cientificos suelen tener secuencias de texto largas y

estructuras de dependencia complejas. Los temas y términos clave en un

abstract pueden depender de palabras y conceptos introducidos en oraciones

previas, lo cual requiere una arquitectura que pueda retener y utilizar esta

informacion a largo plazo.

2. Evitar Desvanecimiento de Gradientes:

o Las RNN convencionales sufren de desvanecimiento de gradientes, lo cual

limita su capacidad para aprender relaciones que se extienden a lo largo de

muchas palabras. Dado que necesitamos capturar dependencias contextuales

en los resimenes, una arquitectura LSTM es mas adecuada, ya que sus
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compuertas de memoria estdn disefiadas para retener informacion
importante y mitigar el problema de desvanecimiento de gradientes.
3. Complejidad Computacional y Recursos Disponibles:

e Aunque las LSTM son mas complejas y demandantes en términos de
memoria, nuestro entorno de trabajo (con soporte CUDA en GPU)
permite procesar eficientemente modelos mas complejos. Esto justifica el
uso de LSTM, ya que los recursos estan disponibles para aprovechar sus
ventajas sin un costo significativo en tiempo de entrenamiento.

4. Capacidades para Identificacion de Tendencias:

e Las LSTM tienen un rendimiento comprobado en el procesamiento de texto
donde se necesita analizar secuencias largas y dependencias temporales. Esto
es crucial en nuestro caso, ya que queremos identificar patrones y tendencias
de investigacion. Usar LSTM aumentar la probabilidad de que el modelo
pueda capturar patrones complejos de lenguaje relacionados con temas
recurrentes, términos de interés y su evolucion en el tiempo.

Definicion y estudio de hiperparametros con randomizedsearchcy vs optimizacion
bayesiana

Dado el tipo de datos (abstracts académicos) y los objetivos del proyecto, hemos
optado por implementar RandomizedSearchCV y la Optimizacion Bayesiana
(Optuna) como métodos complementarios para buscar los mejores hiperparametros para un

modelo LSTM. Esta decision se basa en:
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Datos:

e Complejidad semantica: Los abstracts condensan informacidn rica, por lo que el
modelo debe captar relaciones latentes entre palabras y temas.

o Tamaiio manejable (~5000 registros): Permite explorar diferentes configuraciones
de hiperparametros sin exceder los recursos disponibles.

Recursos:

e Computo: Con GPU disponible, podemos probar métodos mas avanzados como la
optimizacion bayesiana, sin el costo computacional excesivo de GridSearchCV.

o Eficiencia: RandomizedSearchCV equilibra rapidez y exploracion, mientras que la
optimizacion bayesiana garantiza exploracion mas inteligente del espacio de
hiperparametros.

Optimizacion Bayesiana (Optuna)

En el presente proyecto, cuyo objetivo principal es la identificacion y visualizacion
de tendencias de investigacion en el ambito del turismo mediante el anélisis de resumenes
de articulos cientificos, la correcta seleccion de hiperparametros juega un papel crucial en el
disefio de modelos de aprendizaje profundo. Esto cobra especial relevancia debido a la
incorporacion de variables temporales como el afio de publicacion, que agrega una dimension
fundamental para el andlisis longitudinal de las tendencias.

Contexto y Problematica

El problema para resolver implica la clasificacion tematica de los resimenes y el
andlisis de patrones temporales para identificar como han evolucionado los topicos en el
tiempo. La representacion y modelado de estos datos requiere redes neuronales que combinen
informacion textual y temporal, siendo la arquitectura LSTM una opcion adecuada debido a
su capacidad para capturar dependencias secuenciales en el texto. Sin embargo, el desempefio

de estas redes es altamente sensible a la configuracion de hiperpardmetros como:
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Dimension de salida de la capa de embeddings.

Numero de unidades LSTM.

Tasa de aprendizaje del optimizador.

Parametros de regularizacioén (como el dropout y el peso L2).
Dimensiones de las capas densas finales.

La busqueda manual o mediante métodos como grid search han probado ser

ineficientes y costosos en términos computacionales, especialmente en modelos complejos.

Por lo tanto, se ha adoptado la optimizacion Bayesiana utilizando Optuna para encontrar de

manera eficiente los hiperparametros optimos.

Por qué la Optimizacion Bayesiana

La optimizacion Bayesiana es una técnica que emplea modelos probabilisticos para

construir una representacion iterativa del espacio de hiperpardmetros y dirigir la busqueda

hacia regiones prometedoras. En contraste con métodos como grid search o random search, la

optimizacion Bayesiana tiene las siguientes ventajas:

1.

Eficiencia Computacional: Reduce el nimero de evaluaciones necesarias,
enfocandose en las combinaciones de hiperpardmetros con mayor probabilidad de
mejorar el desempefio.

Manejo de Espacios de Bisqueda Complejos: Permite trabajar con hiperparametros
continuos (como la tasa de aprendizaje), categéricos (como la funcidon de activacion)
y discreto-continuos (como el nimero de unidades LSTM).

Iteracion Basada en Evidencia: Aprovecha informacion de pruebas anteriores para
actualizar un modelo de creencia (generalmente un proceso gaussiano) que predice el
desempefio de configuraciones no exploradas.

En el contexto de este proyecto, donde los datos incluyen una dimension temporal

(afios), el uso de la optimizacion Bayesiana asegura que el modelo resultante pueda:
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o Capturar relaciones significativas entre los datos textuales y el afio de publicacion.
e Ajustarse con precision a los patrones evolutivos de los temas.
o Evitar sobreajustes y optimizar el uso de recursos computacionales.
Inclusion de la Variable Afio
La incorporacion del aflo como una entrada separada en el modelo LSTM responde a
la necesidad de analizar tendencias de investigacion en una dimension temporal. Este enfoque
permite al modelo no solo clasificar los temas asociados a cada resumen, sino también
identificar como estos temas han evolucionado en funcién del tiempo. Esta dimension
adicional es crucial para:
e Generar visualizaciones de tendencias que muestren la prevalencia de ciertos temas en
diferentes periodos.
e Proporcionar un contexto temporal a los patrones encontrados, permitiendo analizar
cambios en las prioridades de investigacion.
Beneficios del Enfoque
1. Optimizacion del Modelo: Al integrar la optimizacion Bayesiana, se garantiza que el
modelo final sea altamente ajustado tanto a los textos como a la dimension temporal,
maximizando su capacidad predictiva.
2. Relevancia para el Analisis de Tendencias: La inclusion del afio como entrada
asegura que el modelo capture patrones relevantes para el andlisis longitudinal.
3. Escalabilidad y Generalizacion: Este enfoque es facilmente adaptable a otros
dominios donde las dimensiones temporales y tematicas interactiian.
En conclusion, el uso de la optimizacién Bayesiana en este proyecto no solo mejora la
eficiencia en la biisqueda de hiperparametros, sino que también fortalece la capacidad del

modelo para cumplir con los objetivos de identificar y visualizar tendencias de investigacion.
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Esto asegura que los resultados obtenidos sean relevantes y utiles para académicos y
profesionales interesados en el analisis de datos longitudinales en el &mbito del turismo.
Figura 22

Configuracion del Modelo LSTM

from tensorflow.keras.models import Model

from tensorflow.keras.layers import Input, Embedding, LSTM, Dense, Dropout, Concatenate
from tensorflow.keras.optimizers import Adam

from tensorflow.keras.callbacks import EarlyStopping, TensorBoard

import os

import datetime

£ Hiperpardmetros encontrados
best_params = {
‘embedding_output dim': 64,
‘lstm_units': 32,
‘dense_units‘: 96,
‘dropout_rate’: 0.4,
‘activation': ‘sigmoid’',
‘learning rate': ©.8821997606627641025,
'12_rate’: ©.80012498795389068702

b

# Definir las entradas
text_input = Input(shape=(train_padded.shape[1],), name="Text Input")
year_input = Input(shape=(1,), name="Year_Input”)

# Embedding y LSTM para el texto

text_embedding = Embedding(input_dim=vocab_size, output_dim=best_params['embedding output_dim'])(text_input)
1stm 1 = LSTM(units=best_params['lstm units'], return_sequences=True)(text_embedding)

1stm 2 = LSTM(units=best_params['lstm_units'], return_sequences=False)(lstm 1)

# Concotenar salida de LSTM con el afio
concatenated = Concatenate()([lstm_2, year_input])

# Capas densas con dropout

dense_1 = Dense(best_params['dense_units'], activation=best_params['activation'],
kernel_regularizer=tf.keras.regularizers.l2(best params['l2 rate']))(concatenated)

dropout = Dropout(best_params['dropout_rate'])(dense_1)

output = Dense(num_classes, activation='softmax’)(dropout)

& Crear el modelo
model = Model(inputs=[text_input, year_ input], outputs=output)
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CAPITULO 3: ANALISIS DE RESULTADOS
3.1 Rendimiento por época
Figura 23

Grdfica de rendimiento por épocas
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Este grafico muestra la pérdida en los datos de entrenamiento y validacion a lo largo
de las épocas de entrenamiento:

e Linea azul: Representa la pérdida de entrenamiento, que comienza siendo alta
y disminuye gradualmente a medida que el modelo aprende.

e Linea naranja: Representa la pérdida de validacion, que también comienza
alta y disminuye, pero no de forma tan suave como la pérdida de
entrenamiento.

Tras unas 10-12 épocas, las pérdidas de entrenamiento y validacion comienzan
a converger, lo que indica que el modelo estd generalizando correctamente.

En cuanto a la precision en los datos de entrenamiento y validacion a lo largo de las
épocas de entrenamiento:

e Linea azul: Representa la precision de entrenamiento, que empieza siendo

baja y aumenta rapidamente a medida que el modelo aprende.



60
MINERIA DE TEXTOS PARA TENDENCIAS CIENTIFICAS

e Linea naranja: Representa la precision de validacion, que también empieza
baja, pero incrementa a un ritmo ligeramente inferior al de la precision de
entrenamiento.

Después de unas 10-12 épocas, la precision de entrenamiento y la de validacion
comienzan a converger, lo que indica que el modelo estd generalizando correctamente.

3.2 Observaciones generales

Rendimiento del modelo: Este modelo parece funcionar bien, ya que las pérdidas y
la precision de entrenamiento y validacion convergen tras unas 10-12 épocas.

Aprendizaje rapido: El rapido aumento de la precision y la disminucion de las
pérdidas en las primeras 10-12 épocas indican que el modelo estd aprendiendo de manera
rapida y eficaz.

Generalizacion: La convergencia entre las métricas de entrenamiento y validacion
sugiere que el modelo esta evitando tanto el sobreajuste como el subajuste, logrando un
equilibrio adecuado.

El modelo LSTM tiene un buen comportamiento en cuanto a la clasificacion de los
resimenes de articulos cientificos, habiéndose obtenido un 97% de precision en el conjunto
de prueba. Esto significa que el modelo es capaz de generalizar bien y predecir los temas de
nuevos resumenes.

3.3  Tendencias por afio

El analisis por afio del tema permite ver la evolucion de los diferentes temas a lo largo
del tiempo. Se puede ver como hay un crecimiento estable para temas como “Smart
Mobility” o “Urban Sustainability” mientras que otros, como “Algorithmic Models” o “Tech

Communication” sufren mas fluctuaciones.
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Figura 24
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Tabla 7

Tendencias por Tema

Tema Tendencia Observaciones

Aumento constante y Tema fundacional o central con

Tema 0 lineal a lo largo de 25  relevancia sostenida. Interés estable en
afos esta area.
o Aplicaciones de IA en turismo ganando
Crecimiento acelerado, o . .
' ' traccion significativa. Creciente
Al Turismo especialmente desde

Modelos_algoritmicos

Smart Mobility

Sostenibilidad

Comunicacién_tecnol

ogica

Turismo_Experiencia

2015

Multiples picos y
valles, naturaleza

volatil

Tendencia al alza con
crecimiento anual

consistente

Fluctuaciones con pico

notable alrededor de

2020

Volatilidad, con

multiples picos y valles

Aumento gradual y

lineal

atencion e inversion. Impulsado por la
pandemia de COVID-19 (2020-2022).
Interés no constante. Enfocado en
resolver retos especificos. Aplicaciones
intensivas en 2020-2022 para gestionar
crisis.

Auge de tecnologias como vehiculos
eléctricos, conduccion autbnoma y
movilidad compartida. Adopcion
creciente de soluciones de movilidad
inteligente. Relevancia durante 2020-
2022 por restricciones de movilidad.
Picos reflejan mayor atencion a las
practicas de sostenibilidad. Aumento
en 2020 vinculado a eventos globales,
incluyendo la pandemia de COVID-19.
Atencion ciclica, posiblemente influida
por avances tecnologicos o demandas
del mercado. Picos entre 2020 y 2022
por necesidad de soluciones digitales
avanzadas.

Interés constante, sin picos o caidas
importantes. Atencion estable en la

mejora de experiencias turisticas.
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Adaptacion a nuevas necesidades
derivadas de la pandemia (2020-2022).

Enfocado en ciudades inteligentes,

Crecimiento infraestructuras ecologicas y
Sostenibilidad urbana exponencial, planificacion urbana sostenible.
dominante hacia 2025 Crecimiento catalizado por la

pandemia de COVID-19 (2020-2022).

Creciente importancia de la toma de
Fuerte crecimiento,
decisiones basada en datos y técnicas
Analisis_de_datos especialmente en los o _
) avanzadas de analisis. Critico para
ultimos afios ) )
monitorear la pandemia (2020-2022).

El analisis de tendencias por tema destaca:

o Areas de crecimiento constante: Smart Mobility, Urban_Sustainability y Data_Analysis
muestran un interés y adopcion creciente con el tiempo.

e Tendencias volatiles: Algorithmic Models y Tech  Communication presentan
fluctuaciones, posiblemente debido a demandas especificas o avances tecnologicos.

e Impacto de la pandemia:

e Lapandemia de COVID-19 entre 2020 y 2022 parece haber influido significativamente
en temas como Sostenibilidad, Comunicacion_tecnoldégica y Analisis de datos,
resaltando su importancia en tiempos de crisis.

Implicaciones estratégicas:
e Este panorama evolutivo permite identificar prioridades emergentes.
e Ayuda a asignar recursos de forma efectiva y alinear iniciativas estratégicas para abordar

areas de interés dindmicas a lo largo del tiempo.
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3.4  Matriz de confusion

La “matriz de confusion” permite mostrar que la mayor cantidad de temas se
clasifican de una forma adecuada, existiendo algun error entre temas relacionados o qué
tienen similitudes. En relacion al modelo, esto nos sefiala su capacidad de distinguir temas,
pero todavia existen areas de confusion.
Figura 25
Matriz de confusion
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3.5 Distribucion de Predicciones por Afio

La visualizacion de los temas de topicos con el uso de PCA permite detectar conjuntos
que cumplen con los requisitos de un tema en particular. Se evidencia que diversos temas, los
de "Urban Sustainability" y "Data Analysis" crean grupos muy marcados, cuya

representacion apunta a sugerir que el modelo es mas incluyente.
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Figura 26

Evolucion de los temas a lo largo del tiempo
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Tabla 8

Evolucion de tendencia a través del tiempo

T
2025

Tema Tendencia

Observaciones

Presencia baja pero
Tema 0 constante, ligero

incremento al final

Crecimiento sostenido,
aumento pronunciado

desde 2015

Al Tourism

) Evolucion volatil,
Algorithmic_Models o
altibajos

Interés general o estable sin

cambios significativos.

Aplicaciones de IA en turismo con
traccion significativa. Importancia
estratégica en un sector
digitalizado.

Periodos de mayor y menor
relevancia, sin tendencia clara.
Relacionado con problemas

especificos o avances tecnoldgicos.
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Crecimiento constante y
Data_Analysis significativo,

especialmente desde 2015

- Aumento continuo y
Smart Mobility '
sostenido

Sustainability Variable, altibajos y picos

Evolucion volatil,
Tech Communication periodos de mayor y
menor participacion
Presencia moderada y

Tourism_Experience
constante

o Crecimiento exponencial,
Urban_Sustainability )
relevante hacia 2025

Relevancia creciente. Toma de
decisiones fundamentada en datos
en el campo de este proyecto.
Relevancia creciente. Auge de
vehiculos eléctricos, movilidad
compartida y conduccion
autobnoma.

Momentos de mayor y menor
relevancia. Picos asociados con
eventos globales o politicas.
Sin tendencia clara. Influida por
avances tecnoldgicos o demandas
del mercado.

Niveles estables sin grandes
variaciones. Interés continuo en la
mejora de experiencias turisticas.
Auge de ciudades inteligentes,
infraestructuras ecologicas y

planificacion urbana sostenible.

3.6 Embeddings

66

Los Embeddings son representaciones vectoriales densas y continuas que capturan
caracteristicas importantes de los datos. En lugar de representar datos de forma dispersa o
categorica, los Embeddings asignan a cada dato un vector en un espacio de caracteristicas.
Estas representaciones permiten al modelo comprender y estudiar el relacionamiento y
similitudes entre los datos. En este modelo, los Embeddings muestran vectorialmente las
predicciones realizadas, donde cada prediccion es un punto en un espacio multidimensional

que captura caracteristicas relevantes del tema predicho.
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Figura 27

Representacion de Embeddings de predicciones por PCA
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PCA Component 1
El grafico muestra como las predicciones del modelo estan representadas en un
espacio bidimensional mediante los dos primeros componentes principales:
e PCA Component 1: Primer componente principal, que indica la mayor parte
de la variabilidad en los datos.
e PCA Component 2: Segundo componente principal, que sefiala la mayor
cantidad de restante dispersion.
Elementos clave del grafico:
e (Cada punto representa una prediccion realizada por el modelo.
e El color de los puntos indica el tema o "Predicted Label" correspondiente.
e La distribucion de los puntos refleja las similitudes y diferencias entre las

predicciones de diferentes temas.
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e Las agrupaciones claras son temas como ""Urban_Sustainability" (color verde)
y "Data_Analysis" (color azul) forman agrupaciones densas y definidas. Esto sugiere
que las predicciones de estos temas comparten caracteristicas similares, lo que podria
indicar una mayor consistencia en las representaciones generadas por el modelo.

e [En cuanto a la distribucion dispersa se identificaron temas
como "Algorithmic_Maodels" (color naranja) y "Tech_Communication" (color
morado). Esto indica una mayor heterogeneidad en las caracteristicas capturadas para
estos temas, posiblemente debido a la naturaleza diversa de los datos asociados.

Relaciones entre temas:

La proximidad entre los puntos de diferentes temas puede indicar cierta relacién o
similitud entre esos temas. Por ejemplo, temas
como "Data_Analysis" y "Urban_Sustainability" podrian compartir patrones comunes en

las caracteristicas capturadas.

3.7  Efecto de reduccion de dimensionalidad

Si bien PCA conserva la mayor parte de la variabilidad de los datos, inevitablemente
se pierde algo de informacion al reducir las dimensiones. Las agrupaciones y relaciones
observadas en el grafico reflejan solo las principales caracteristicas capturadas por el modelo.
La totalidad de estos hallazgos parece apuntar que, en efecto, el modelo LSTM puede ser
utilizado con éxito para identificar y representar las tendencias de la investigacion en turismo.
Efectivamente, el analisis de tendencias en el tiempo, la matriz de confusion y la
visualizacion de las embeddings prometen interesantes resultados de cara conocer como el

conocimiento evoluciona en este campo de estudio.
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CAPITULO 4: CONCLUSIONES Y RECOMENDACIONES

4.1 Conclusiones

La adecuada recopilacién y andlisis de datos textuales ha demostrado ser fundamental
para prever comportamientos y tendencias en el sector turistico. Esto faculta a académicos e
interesados en el campo del turismo a tener comprensiones mds contextualizadas y profundas
sobre las dindmicas de estudio del mercado y anticipar necesidades futuras. Los resultados
que este estudio ha alcanzado han proporcionado informacién de gran valor para la
orientacion de estrategias de innovacion tanto en investigacion académica como en la
industria turistica, facilitando decisiones informadas en dreas como sostenibilidad y turismo
inteligente. Este proyecto no solo mejora la capacidad de gestionar y analizar investigaciones,
sino que también fomenta la exploracion interdisciplinaria. Las técnicas aplicadas permiten
identificar vacios investigativos y dreas emergentes, sirviendo como referencia para futuros

estudios y proyectos.

Los modelos empleados, como LDA y LSTM, demostraron alta precision en el
sefalamiento de configuraciones y constructos de mayor consistencia aglutinante, lo que
valida su potencialidad para embarcarse en el tratamiento de conjuntos mas extensos de
corpus textuales con resultados consistentes y accionables. Se implementaron soluciones
técnicas completas que integraron modelos de machine learning con interfaces funcionales,
facilitando la interaccion y andlisis de datos en entornos robustos y escalables. La
automatizacién de procesos y la configuracién de entornos virtualizados con Docker y GPU
optimizaron los recursos disponibles, permitiendo la ejecucién eficiente de tareas criticas
incluso en condiciones adversas, como los cortes de energia. La experiencia adquirida en el

desarrollo de pipelines de datos y despliegue de modelos permitié abordar requerimientos
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complejos con un enfoque sistemético, fomentando una interaccion efectiva entre dreas

técnicas y estratégicas.

4.2 Recomendaciones

Se sugiere que se mejorase el balance de las clases para una combinacion de temas
relacionados -la concordancia de temas relacionados- a través de técnicas de over sampling o
de under sampling de los datos de la recopilacion; esto podria provocar modelos mas robustos
y menos sesgados hacia las clases mayoritarias, que en este marco como la alta presencia de
articulos en inglés.

Incluir visualizaciones interactivas dindmicas de tendencias por anos para favorecer, de esta
manera, una exploracion mas profunda de como los temas se desarrollan en respuesta a
cambios globales, tales como la pandemia de COVID-19.

Probar modelos de lenguaje basados en transformers (BERT o GPT) en lugar de los LSTMs
con la finalidad de captar las dependencias en textos cientificos mas complejas para mejorar

la coherencia semantica de los resultados obtenidos.
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4.3. Limitaciones a la Investigacion

Disponibilidad y calidad del corpus: El proyecto se enfrent6 a un corpus inicial limitado
en tamafio y diversidad, lo que restringi6 la representatividad de los datos. Para mitigar
esta limitacién, se implementaron técnicas de aumento de datos, como la sustitucién de
palabras por sindnimos, lo que permitié enriquecer el conjunto de datos sin introducir

sesgos significativos.

Contexto energético en Ecuador: Los constantes cortes de energia eléctrica en el pais
representaron un desafio operativo significativo, afectando la continuidad de los
entrenamientos de modelos y el acceso a recursos computacionales criticos. Este contexto

destacé la importancia de planificar estrategias resilientes en proyectos de investigacion.

Capacidad computacional: Aunque se dispuso de herramientas avanzadas, como
entornos con soporte CUDA y optimizacion de recursos, algunas técnicas mas complejas
no pudieron ser implementadas debido a limitaciones en la capacidad computacional

disponible.

Generalizacion de los resultados: Los hallazgos y modelos desarrollados estan limitados
al conjunto de datos y contexto especificos utilizados, lo que podria reducir su
aplicabilidad a otras bases de datos o regiones con caracteristicas significativamente

diferentes.
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